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L’ATELIER APTA

L’apprentissage  profond  révolutionne  depuis  quelques  années  l’apprentissage  machine.  Si  les  premiers
résultats marquants ont été obtenus principalement en analyse d’images, les travaux actuels en apprentissage
profond (deep learning) s’intéressent à présent à tous les types de données et presque tous les types de
traitement  (classification  de  séries  temporelles,  augmentations  de  données,  analyse  de  texte,  etc.).  Son
impact dans le domaine de la science des données et l’extraction de connaissances est considérable

Nous avons souhaité proposer dans le cadre de la conférence EGC 2020 un espace d’échanges autour de ce
domaine, permettant d’aborder les défis théoriques et les possibilités applicatives offertes à notre discipline
de l’extraction et de la gestion des connaissances. Dans le cadre de cet atelier, nous nous focalisons sur les
applications  de  l’apprentissage  profond  dans  différents  domaines  (analyse  ou  génération  d’images,
classification de données temporelles, extraction d’informations à partir de données hétérogènes, etc.) mais
également permettre la présentation de travaux plus théoriques (nouvelles architectures, nouvelles fonctions
de coût, interprétabilité des modèles, etc).

L’objectif de cet atelier est d’offrir un espace d’échange entre d’une part, des experts de l’apprentissage
profond, développant de nouveaux modèles et éventuellement à la recherche de domaines d’application pour
les valider, et d’autre part, des utilisateurs avec moins d’expérience et souhaitant appliquer les méthodes
d’apprentissage profond à leurs données.  Cet  espace peut  permettre  également  aux potentiels  nouveaux
utilisateurs, curieux de ces approches d’en comprendre les avantages et les limites.

CONTENU SCIENTIFIQUE DE L’ATELIER

Sur 7 propositions originales, 6 ont été retenues par le comité de programme de l’atelier. Nous avons été en
mesure  de  proposer  pour  l'ensemble  des  propositions  deux  à  trois  rapports  d'experts  afin  d'offrir  un
processus scientifique constructif aux auteurs. 

Les articles qui vous sont proposés cette année dans les actes qui suivent explorent une grande variété de
thématiques  relatives  à  l’apprentissage  profond,  aussi  bien  dans  les  données  que  dans  les  processus
méthodologiques proposées.
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Abstract In the context of kidney transplant, histopathological images and deep
learning are powerful tools to help keep track of diseases related with transplant
rejection. However, the training of neural networks require huge amounts of data
that are not always available due to the lack of annotation. The use of synthetic
data to train algorithms has been proven effective even in medical imaging. We
aim at providing a pipeline composed of Generative Adversarial Networks to
produce high resolution glomeruli patches that can be used to train a segmen-
tation network. As it is still a work in progress, we focus in this article on the
second part of the pipeline : generating images from segmentation masks. We
use image translation techniques and in particular the Pix2Pix network. We show
that adding structure maps to the input and a regularizing loss helps mitigate the
issue of mode collapse and produce good looking results.

1 Introduction
Every year, thousands of patients around the world undergo kidney transplant surgery,

while other thousands die while on the waiting list. In this context, the study of kidney trans-
plant rejection is crucial in order to save more lives. Interstitial Fibrosis and Tubular Atrophy
(IFTA) and glomerulosclerosis are two pathologies associated with chronic kidney transplant
rejection. The study of these pathologies could lead to a better understanding of the mecha-
nisms behind transplant rejection, and thus help reduce the loss of transplanted organs. To do
so, researchers and practitioners can rely on Whole Slide Imaging (WSI) and the development
of digital histopathology. The objects of interest in these extremely high resolution images are
glomeruli, clusters of blood vessels allowing blood filtration. To this end, we need to detect
and segment glomeruli on patches extracted from the complete images.

Deep Learning has revolutionized the area of image processing, providing powerful tools
to automatically accomplish various tasks such as image recognition (Krizhevsky et al., 2012),
voice generation (van den Oord et al., 2016) or self-driving cars (Santana and Hotz, 2016),
with great success, sometimes outperforming humans (He et al., 2015; Mnih et al., 2015).
In the field of medical images, Deep Learning is closing the gap between clinicians and AI
performances (Liu et al., 2019) allowing them to process those images faster, with more ac-
curacy. However the application of Deep Learning on medical images comes with its own set
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of limitations, one of the main being the lack of annotated data. This is in particular true for
histopathological images and the challenge we are tackling. The segmentation of many WSI
requires expert knowledge and is an extremely time consuming task, and as a result an expen-
sive one. Moreover, privacy issues make it difficult for researchers to share their data, making
it difficult to collect large databases on which we could test the algorithms of the community,
providing a common reference to evaluate their performances.

To cope with the lake of data, new architectures and training procedures have been pro-
posed. A standard procedure in Deep Learning is to artificially augment the size of databases
is the use of random affine transformations (rotations, translations, scaling) on the training set
(Krizhevsky et al., 2012). In (Ronneberger et al., 2015), the authors propose a deep neural net-
work, U-Net, to segment medical images, as well as elastic transformations to augment their
database. U-Net can be train with less data while outperforming previous architectures on the
ISBI challenge. We will detail the architecture in section 3. In (Lampert et al., 2019), the
authors propose a procedure to learn the segmentation of glomeruli on images with different
staining. To go further, a new approach has aroused in recent years : training networks with
synthetic data (Nikolenko, 2019).

This approach has been made far more efficient with the introduction of Generative Adver-
sarial Networks (GANs) in 2014 (Goodfellow et al., 2014). Their goal is to learn an implicit
representation of a dataset distribution that can be sampled to produce new data. GANs are
composed of a pair of Neural Networks : a generator and a discriminator. The generator takes
random noise as input and output a data (an image in our case). The discriminator takes a data
(real or fake) as input, and outputs a digit indicating if the data is real or fake. Both networks
are trained together in a competitive manner, until G learns the data distribution and D is not
able to differentiate between fake and real data anymore. GANs have made quick progress
and took many forms, from Convolutional GANs (Radford et al., 2015) to Conditional GANs
(Odena et al., 2016). They are now able to synthesize high resolution images with astonishing
realism (Karas et al., 2018; Karras et al., 2018; Park et al., 2019). GANs still suffer from a few
drawbacks : they are notoriously difficult to train, require careful hyper-parameter tuning and
have difficulties to produce diverse results (Goodfellow, 2017; Lucic et al., 2018; Salimans
et al., 2017; Arjovsky and Bottou, 2017). Indeed, they have a tendency to focus on only a
few mode of the data distribution. This issue is known as mode collapse. Many tricks have
been proposed in the literature to solve it (Metz et al., 2016; Mao et al., 2019; Che et al.,
2016; Arjovsky et al., 2017; Srivastava et al., 2017), but they seem to work only with specific
architectures or datasets.

GANs have been used in medical images to help enhance the results of Deep Learning
methods on various tasks (reconstruction, registration, segmentation, detection...), as high-
lighted by the recent review (Yi et al., 2018). Conditional GANs and in particular the ones
performing image domain translation such as Pix2Pix (Isola et al., 2016) and CycleGAN (Zhu
et al., 2017) are popular in the field. The use of synthetic data to train classification or segmen-
tation algorithms in the medical field has been proven effective (Mahmood et al., 2018; Xiao
et al., 2019; Frid-Adar et al., 2018; Hou et al., 2017; Senaras et al., 2018). Our aim in this paper
is to propose a new pipeline able to generate high resolution synthetic glomeruli patches. We
validate our results by two different means : a perception study with experts, and the training
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FIG. 1 – Example of glomeruli patches with associated segmentation masks.

of a U-Net with our synthetic data. 1

2 Materials

We have at our disposal 10 annotated WSI from different patients and with different stain-
ing, distributed between training, testing and validating set. We extracted patches centered
around glomeruli from those images with the corresponding annotation, which is a segmen-
tation mask. See figure 1 for examples. These patches are usually used to train a U-Net for
segmentation purposes (Lampert et al., 2019). In this article, we will use the training set to
train GANs and then use the produced synthetic data to train the network from (Lampert et al.,
2019). To simplify the problem and ease the conduct of our experimentations, we focused on
only one staining. In the end, we have 660 pairs of glomeruli and mask with a 256*256 size.

Glomeruli patches are difficult to synthesize because the size of the object of interest is
large with respect to the size of the image. we have to reproduce the global structure and local
patterns. Thus we can not process it as a stochastic texture only. To do so, GANs are promising
tools that may help us captures semantic information at different scale levels.

In order to use our synthetic data to train a U-Net, we need to generate a glomeruli patch
and the corresponding mask at the same time. To do so, we first imagined to seperate the
problem into two parts : generating a new mask, then generating a new glomerulus with respect
to this mask. In this article, we focus on the second step. To generate a glomerulus that respects
the constraints imposed by a mask, we use Pix2Pix (Isola et al., 2016), as it takes a semantic
label map as input and outputs the corresponding image. However Pix2Pix severely suffers
from mode collapse, has already mentioned in the original paper. As a result, the generator
always outputs the same image, even when feed with different inputs, as highlighted by figure
2.

In order to tackle the issue of mode collapse, we propose to add information to the input of
our generator, in the form of structure maps. Those structure maps are binary images obtained
by thresholding the glomeruli images, as show in figure 3. Our input is now the concatena-
tion of a mask and a structure map. By this mean we give more constraints to the generator
and completely avoid mode collapse during the image translation phase, as will be shown in
the Results section. The issue is not completely solved as we merely moved the burden of
generating diversity to a structure and mask generation phase.

1. The first part of the pipeline and the complete analysis of the results are still a work in progress and will not be
shown in this version of the paper. The conclusion will be modified accordingly.
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FIG. 2 – Illustration of mode collapse. The generator always outputs the same texture content,
no matter the input.

FIG. 3 – Example of glomeruli patches with associated structure map.

3 Methods

3.1 U-Net description
U-Net (Ronneberger et al., 2015) is a network with two branches : one that performs

data compression with downsampling layers and the other that upscale the data back to its
original resolution, just like auto-encoders (Rumelhart et al., 1986). The difference between
auto-encoders and U-Net is the presence of skip connections that connect the two branches,
allowing information to flow from one side to the other. See figure 4 for details on the original
architecture.

3.2 GAN description
A GAN is composed of two networks : a generator (G) and a discriminator (D). We

denote pdata the distribution of the data and pg the distribution learned by G. We note pz the
distribution from which we sample a random vector z, used as input for G. G and D play a
zero sum game, described by the following equation (Goodfellow et al., 2014) :

min
G

max
D

L(D,G) = Ex∼pdata(x)[logD(x)] + Ez∼pz(z)[log(1−D(G(z)))] (1)

Theoretically there exists a optimum for this game when pg = pdata, but it is notoriously
difficult to find, especially with the stochastic gradient descent techniques used to train neural
networks.

3.3 Generating images using a U-Net : mode seeking Pix2pix
Pix2pix is an image translation model, a type of Conditional GAN that takes a label map as

input and produce an image as output. It uses a U-Net as generator and can be used to generate
images from sketches. The GAN equation is then modified. G now learns a mapping from
an image x to an image y. In our case, x is the concatenation of a mask and a structure map.
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FIG. 4 – Original U-Net architecture. (Ronneberger et al., 2015)

In the Conditional GAN framework, D usually receives as input the concatenation of x and
y, in order to give poor rating to an image that does not correspond with the condition, not
matter how realistic it may be. However not feeding x to D helps reduce mode collapse, so we
only feed y as for classic GANs, at the price of a slight loss in visual quality. It gives us the
following modified equation :

min
G

max
D

LcGAN (D,G) = Ex,y∼pdata(x,y)[logD(y)] + Ex∼pdata(x)[log(1−D(G(x)))] (2)

The authors also found that adding a L1 distance between the output of G and the real
image from the dataset helps to reduce blurring :

LL1(G) = Ex,y∼pdata(x,y)[||y−G(x)||1] (3)

To that we add a regularizing loss inspired by Mode Seeking GANs (Mao et al., 2019). It
aims at reducing mode collapse in the case of conditional GANs by penalizing the generator if
it produces similar images for two different condition masks x1 and x2 :

Lms(G) = Ex1∼pdata(x1),x2∼pdata(x2)
||x1 − x2||1

||G(x1)−G(x2)||1
(4)

Which gives us the expression of our optimal generator :

G∗ = argmin
G

max
D

LcGAN (D,G) + λLL1(G) + µLms(G) (5)

We set λ = 10 and µ = 10. We train both our networks with the Adam optimizer, with the
following parameters : learning rate = 0.0002, β1 = 0.5 and β2 = 0.999, batch size = 1. The
complete model of G and D is given in the appendix.
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FIG. 5 – Results from our modified Pix2Pix tested on real structure maps and masks. First
row : input structure maps, second row : input masks, third row : results.

FIG. 6 – First row : results when training with no regularizing loss. Second row : results
when training with no structure maps. In both cases, mode collapse still occurs and the visual
quality of the generated samples is not convincing enough.

4 Results

4.1 Images generated by our mode seeking Pix2Pix

We visually selected twelve epochs with appealing results during training and tested the
generator on unseen data. Those data are real masks and structure maps coming from the
test set. We show in figure 5 four randomly selected samples from the results. As can be
seen here and in the appendix, the images are of very high visual quality and mode collapse
is non-existent. The texture created by the generator perfectly matches the structure given as
input.

4.2 Ablation study

The use of structure maps and the Lms term are both mandatory to obtain good results. We
trained two different models, one using only masks and Lms and the other using masks and
structure maps but not Lms. As we show in figure 6, both models collapse and output poor
looking results.

We add results obtained when feeding the discriminator with the condition as mention in
section 3. The mode collapse effect is not as prominent as in 6, but still visible, especially near
the center of the image.
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FIG. 7 – Results when feeding the condition to the discriminator. Mode collapse is still an
issue in this case, even if not highly visible.

5 Conclusion

In this article we exposed the first part of a work in progress. We showed how we can
modify an existing image translation model (Pix2Pix) to produce high quality images and alle-
viate the mode collapse issue. This improvement is made possible by two key ingredients : the
use of structure maps to give more constraints to the input of our generator and a regularizing
loss term to stabilize the model convergence. This constitutes the second part of our planned
pipeline.

The first part of the pipeline is still worked on and will be crucial to our application. We
have now to synthesize masks and structure maps of enough quality to feed our modified
Pix2Pix, but also with enough diversity so that we can use the images produced by the complete
pipeline as a training set.

When the pipeline is complete, we will be able to validate our method by two different
means. First a perception study with histopatholgy experts to see if our images can fool the hu-
man eye, then a quantitative study to check if a segmentation network trained by our synthetic
images can generalize well on real images.
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Layer Output shape Number of parameters
input (1, 256, 256, 2) 0
conv2d (1, 128, 128, 64) 1664
leaky ReLU (1, 128, 128, 64) 0
conv2d (1, 64, 64, 128) 205184
leaky ReLU (1, 64, 64, 128) 0
conv2d (1, 32, 32, 256) 819968
leaky ReLU (1, 32, 32, 256) 0
conv2d (1, 16, 16, 512) 3278336
leaky ReLU (1, 16, 16, 512) 0
conv2d (1, 8, 8, 512) 6555136
leaky ReLU (1, 8, 8, 512) 0
conv2d (1, 4, 4, 512) 6555136
leaky ReLU (1, 4, 4, 512) 0
conv2d (1, 2, 2, 512) 6555136
leaky ReLU (1, 2, 2, 512) 0
conv2d (1, 1, 1, 512) 655513
ReLU (1, 1, 1, 512) 0
deconv2d (1, 2, 2, 512) 6555136
dropout (1, 2, 2, 512) 0
concatenation (1, 2, 2, 1024) 0
ReLU (1, 2, 2, 1024) 0
deconv2d (1, 4, 4, 512) 13108736
dropout (1, 4, 4, 512) 0
concatenation (1, 4, 4, 1024) 0
ReLU (1, 4, 4, 1024) 0
deconv2d (1, 8, 8, 512) 13108736
dropout (1, 8, 8, 512) 0
concatenation (1, 8, 8, 1024) 0
ReLU (1, 8, 8, 1024) 0
deconv2d (1, 16, 16, 512) 13108736
concatenation (1, 2, 2, 1024) 0
ReLU (1, 16, 16, 1024) 0
deconv2d (1, 32, 32, 256) 6554368
concatenation (1, 2, 2, 512) 0
ReLU (1, 32, 32, 512) 0
deconv2d (1, 64, 64, 128) 1638784
concatenation (1, 2, 2, 256) 0
ReLU (1, 64, 64, 256) 0
deconv2d (1, 128, 128, 64) 409792
concatenation (1, 2, 2, 128) 0
ReLU (1, 128, 128, 128) 0
deconv2d (1, 256, 256, 3) 9603

TAB. 1 – Pix2Pix generator model

11 sciencesconf.org:apta2020:305717



F. Allender et al.

Layer Output shape Number of parameters
input (1, 256, 256, 3) 0
conv2d (1, 128, 128, 64) 4864
leaky ReLU (1, 128, 128, 64) 0
conv2d (1, 64, 64, 128) 205184
leaky ReLU (1, 64, 64, 128) 0
conv2d (1, 32, 32, 256) 819968
leaky ReLU (1, 32, 32, 256) 0
conv2d (1, 32, 32, 512) 3278336
leaky ReLU (1, 32, 32, 512) 0
reshape (1, 524288) 0
linear (1, 1) 0

TAB. 2 – Pix2Pix discriminator model

Appendix 2 : Additional results
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GAN based data augmentation for histopathological image segmentation

FIG. 8 – Batch of 48 randomly selected results.
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FIG. 9 – Second batch of 48 randomly selected results.

14 sciencesconf.org:apta2020:305717



Apprentissage par transfert pour la classification de
séquences vidéo de mouvements de foule

Mounir Bendali-Braham, Jonathan Weber
Germain Forestier, Lhassane Idoumghar, Pierre-Alain Muller

IRIMAS, Université de Haute-Alsace, 68100 Mulhouse, France
prénom.nom@uha.fr

Résumé. La reconnaissance automatique d’un mouvement de foule, capturé par
une caméra de vidéo-protection, peut être d’une aide considérable pour les forces
de l’ordre qui ont pour mission d’assurer la sécurité des personnes sur la voie
publique. Dans ce cadre, nous proposons d’entraîner un modèle issu de l’ar-
chitecture TwoStream Inflated 3D, pré-entrainé sur les jeux de données sources
ImageNet et Kinetics, à classer des séquences vidéo de mouvements de foule
issues du jeu de données cible Crowd-11. En comparant nos résultats à l’état-de-
l’art, notre modèle supplante son score de précision.

1 Introduction
Afin de gérer un mouvement de foule en amont, les forces de l’ordre peuvent recourir à

l’usage des caméras de vidéo-protection (Drews et al., 2010; Sultani et al., 2018; Porikli et al.,
2013). L’installation de ces caméras couvre une grande partie de l’espace public (Kritter et al.,
2019). Bien que l’un de leurs usages le plus commun est la récupération d’images attestant
d’une activité criminelle et leur emploi par la suite à des fins judiciaires, l’usage qui commence
à en être fait est l’analyse des comportements de foule afin de prédire des situations anormales
(Sultani et al., 2018). Toutefois, malgré l’abondance d’images brutes, provenant des caméras
de vidéo-protection, il n’existe pas à ce jour de modèle issu de l’apprentissage profond qui
serve dans tous les scénarios possibles de scènes de foule. Ceci est dû à la rareté de données
annotées disponibles publiquement (Carreira et Zisserman, 2017).

Récemment, une équipe du CEA (Commissariat à l’énergie atomique et aux énergies alter-
natives) a créé un jeu de données appelé Crowd-11 (Dupont et al., 2017). Ce jeu de données, de
plus de 6000 séquences vidéo, constitue une contribution majeure pour l’analyse du compor-
tement de foule car il décrit une dizaine de comportements observables dans la voie publique.

Dans ce travail, nous appliquons l’apprentissage par transfert pour classer les séquences
vidéo de mouvements de foule. Dans ce cadre, notre tâche consiste à étiqueter une vidéo.
Pour ce faire, nous affinons un modèle issu de l’architecture TwoStream Inflated 3D ConvNet
(TwoStream-I3D) (Carreira et Zisserman, 2017) pré-entrainé sur les jeux de données Image-
Net (Deng et al., 2009) et Kinetics (Kay et al., 2017), sur ce qui a pu être récupéré du jeu de
données Crowd-11. Le modèle TwoStream-I3D affiné est comparé à un modèle issu de l’ar-
chitecture 3D Convolutional Networks (C3D) (Tran et al., 2015), pré-entrainé sur le jeu de
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données Sports-1m avant d’être affiné sur Crowd-11. La suite du papier est organisée comme
suit : dans la Sous-section 2.1, nous parlons brièvement de ce qui se fait dans le domaine de
l’analyse des foules. Dans la Sous-section 2.2, nous présentons le jeu de données Crowd-11.
Dans la Section 3, nous introduisons l’apprentissage par transfert dans le cadre de la classifica-
tion de vidéos, et nous présentons les architectures pour lesquelles nous l’avons appliqué. Dans
la Section 4, nous présentons les différents modèles que nous avons entrainés, et puis évalués,
sur le jeu de données Crowd-11.

2 Contexte

2.1 État de l’art

Depuis plus de deux décennies, l’analyse des foules fait partie de la recherche en vision par
ordinateur. Les travaux réalisés dans ce domaine se subdivisent en deux grandes catégories :
le calcul des statistiques de foule, et l’analyse des comportements de foule (Zhan et al., 2008;
Lamba et Nain, 2017; Grant et Flynn, 2017).
Calcul des statistiques de foule :

— Comptage du nombre de personnes d’une foule : comme son nom l’indique, cette
branche de l’estimation des statistiques de foule consiste à compter le nombre de per-
sonnes constituant la ou les foules d’individus capturées dans une scène (Ranjan et al.,
2018).

— Estimation de la densité des foules : les travaux qui estiment la densité d’une scène
de foule, tel que Xu et al. (2017), peuvent être d’une aide considérable pour les forces
de l’ordre ou les organisations de gestion des mouvements de foule.

Analyse des comportements de foule :
— Analyse des trajectoires : l’analyse des trajectoires fait partie de ce qui se fait le plus

en analyse des comportements de foule (Lu et al., 2017). L’analyse des trajectoires peut
aider à détecter des groupes d’individus (Solera et al., 2015), détecter des trajectoires
anormales (Coşar et al., 2016), ou prédire l’évolution des trajectoires (Alahi et al.,
2016).

— Reconnaissance des actions de groupes : suite à une détection des groupes à partir
des formations qu’ils observent, certains travaux se penchent sur la reconnaissance des
actions menées en groupe (Ibrahim et al., 2016). La détection et l’étude des comporte-
ments de groupes font partie des approches mésoscopiques en analyse des foules, car
un groupe est à mi-chemin entre l’individu et la foule (Shao et al., 2018).

— Détection d’anomalies : souvent considérée comme un sujet à part entière ou cou-
plée avec un autre sous-sujet de l’analyse des foules, l’on peut faire de la détection
d’anomalies pour n’importe quelle tâche de l’analyse des foules (Zhou et al., 2018).

L’analyse des foules peut recourir à l’extraction manuelle d’un certain nombre d’indices visuels
(Zhan et al., 2008; Lamba et Nain, 2017; Grant et Flynn, 2017; Li et al., 2015). Cette tâche
difficile, et sujette à un certain nombre d’omissions, peut être déléguée aux réseaux de neurones
profonds qui sont souvent capables de mieux repérer les indices visuels significatifs (Tripathi
et al., 2018).
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2.2 Le jeu de données Crowd-11
Créé par une équipe du CEA-LIST (Dupont et al., 2017), ce jeu de données récent et

totalement annoté, contient plus de 6000 séquences vidéo. Les séquences vidéo disposent de
résolutions variables allant de 220×400 à 700×1250, et proviennent à la base d’une multitude
de sources pré-existantes. Les vidéos sont classées en 11 catégories.

Dans ce qui suit, nous décrivons les comportements correspondants aux 11 classes conte-
nues dans le jeu de données Crowd-11 :

0. Gas Free : Individus marchant dans toutes les directions sans rencontrer d’obstacles.
1. Gas Jammed : Foule congestionnée.
2. Laminar Flow : Individus marchant dans une seule direction.
3. Turbulent Flow : Foule marchant dans une seule direction perturbée par un individu

marchant à contresens.
4. Crossing Flows : Deux foules qui se croisent.
5. Merging Flows : Deux foules qui convergent.
6. Diverging Flow : Une foule qui se subdivisent en deux foules.
7. Static Calm : Une foule d’individus statiques et calmes.
8. Static Agitated : Une foule d’individus statiques et agités.
9. Interacting Crowd : Deux foules d’individus qui s’opposent. Cette classe contient des

scènes de conflits.
10. No Crowd : Aucune présence humaine dans la scène.
Les vidéos proviennent principalement de trois sites d’hébergement de vidéos et qui sont

Youtube 1, Pond5 2, et GettyImages 3.
Le reste provient des jeux de données suivants : UMN SocialForce, AgoraSet, PETS-2009,

Violent-Flows, Hockey Fights and Movies, WWW Crowd, CUHK Crowd, et Shanghai Worl-
dExpo’10 Crowd.

La plupart de ces jeux de données sont publiquement disponibles et facilement accessibles.
Toutefois, certains ne le sont plus tels que WWW Crowd, CUHK Crowd, et Shanghai Worl-
dExpo’10 Crowd. À cause de cela, nous n’avons pas pu récupérer le jeu de données Crowd-11
dans sa totalité. Ce qui a pu être récupéré représente approximativement 90% du jeu de don-
nées initial. Une estimation de la répartition des séquences récupérées par classe permet de
constater qu’il n’y a pas eu une perte majeure par rapport au jeu de données initial, comme
nous pouvons l’observer dans le tableau 1.

3 Apprentissage par transfert
Le but de l’apprentissage par transfert est de transmettre les connaissances apprises par un

modèle à partir d’un jeu de données source vers un jeu de données cible (Pan et Yang, 2010).
Dans des travaux récents, l’apprentissage par transfert pour la classification des clips vidéo a
été appliqué pour la reconnaissance d’actions dans des scènes individuelles (Carreira et Zisser-
man, 2017; Tran et al., 2015). Dans cette situation, l’objectif est de transférer les connaissances

1. Youtube : https://www.youtube.com/
2. Pond5 : https://www.pond5.com/
3. GettyImages : https://www.gettyimages.fr/
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Étiquette Nom de la classe #vidéos (qté originale) #vidéos récupérées
0 Gas Free 529 477
1 Gas Jammed 520 508
2 Laminar Flow 1304 1189
3 Turbulent Flow 892 862
4 Crossing Flows 763 717
5 Merging Flow 295 267
6 Diverging Flow 184 189
7 Static Calm 737 686
8 Static Agitated 410 351
9 Interacting Crowd 248 153

10 No Crowd 390 370

TAB. 1 – Tableau comparatif entre le nombre de vidéos récupérées et le nombre de vidéos
original par classe pour le jeu de données Crowd-11.

acquises d’un jeu de données source vers un jeu de données cible appartenant au même do-
maine. Dupont et al. (2017) a appliqué cette opération en transférant les connaissances qu’un
modèle a apprises d’un jeu de données source de reconnaissance d’actions à un jeu de données
cible illustrant des mouvements de foule. Afin de surpasser les problèmes liés à l’apprentissage
par transfert, en passant d’un domaine à un autre, nous appliquons l’apprentissage par transfert
en lançant la procédure d’ajustement sur un nombre important d’époques (entre 30 et 40).

3.1 Architectures implémentées
Nous avons sélectionné trois modèles à affiner de deux architectures : C3D et TwoStream-

I3D. Le choix de l’architecture TwoStream-I3D est principalement motivé par les bons résultats
obtenus par ses modèles par rapport aux modèles C3D lorsqu’ils effectuent la reconnaissance
d’actions dans des scènes individuelles à partir des jeux de données UCF-101 et HMDB-51
(Carreira et Zisserman, 2017). L’équipe du CEA ayant obtenu les meilleurs résultats avec l’ar-
chitecture C3D, son choix dans nos expériences est naturel car nous n’avons pas été en mesure
de récupérer le jeu de données Crowd-11 dans son intégralité. Un modèle C3D pré-entrainé sur
Sports-1m a obtenu ses meilleurs résultats en classant les vidéos de Crowd-11 (Dupont et al.,
2017). Ce modèle représente donc pour nous le résultat de base à améliorer au cours de nos
expériences. Plus de détails sur les architectures implémentées peuvent être trouvés dans ce
papier Bendali-Braham et al. (2019).

3.1.1 Réseaux de neurones 3D Convolutional Neural Network

Nous avons décidé de ré-implémenter une version des réseaux de neurones convolutifs 3D
correspondant à l’architecture décrite dans Tran et al. (2015).

Comme nous l’avons déjà mentionné, l’équipe du CEA obtient sa meilleure performance
avec C3D après avoir pré-entrainé le modèle sur le jeu de données Sports-1m (Karpathy et al.,
2014).
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3.1.2 Réseaux de neurones Two-Stream Inflated 3D

Carreira et Zisserman proposent l’architecture Two-Stream Inflated 3D Neural Network
(Carreira et Zisserman, 2017). Cette architecture a été utilisée pour apprendre la reconnaissance
d’actions dans des scènes individuelles, où elle a obtenu de très bons résultats par rapport à
C3D. Nous l’utilisons pour apprendre à reconnaître les mouvements de foule.

Carreira et Zisserman ont pré-entrainé un modèle TwoStream-I3D sur ImageNet (Deng
et al., 2009) et Kinetics (Kay et al., 2017). En testant ce modèle sur les jeux de données UCF-
101 et HMDB-51, ils ont considérablement dépassé les performances des modèles C3D qui
ont été pré-entraînés sur Sports-1m (Carreira et Zisserman, 2017). Dans notre cas, nous avons
décidé de transférer les connaissances acquises d’une branche RVB de l’architecture I3D sur
les jeux de données sources ImageNet et Kinetics vers le jeu de données cible Crowd-11. Nous
avons fait la même chose pour le modèle TwoStream-I3D en transférant les connaissances
apprises de la branche RVB et de la branche flux optique de l’architecture au jeu de données
cible. Nous avons extrait le flux optique de chaque clip vidéo en utilisant l’algorithme TV-L1
(Zach et al., 2007).

4 Expérimentations sur Crowd-11

Dans les expériences que nous avons réalisées, nous avons décidé pour chaque architecture
d’affiner un modèle pré-entrainé et d’entraîner un modèle à partir de zéro sur Crowd-11. Dans
le cas du modèle pré-entraîné C3D, le pré-entraînement a été réalisé sur le jeu de données
Sports-1m. Dans le cas des modèles I3D/TwoStream-I3D, le pré-entraînement a été effectué
sur ImageNet, puis sur la version RVB de Kinetics pour la branche RVB, et la version flux
optique de Kinetics pour la branche du flux optique.

En prenant en compte les paramètres d’apprentissages trouvés sur Tran et al. (2015) et Car-
reira et Zisserman (2017) respectivement pour les modèles C3D et TwoStream-I3D, nous avons
choisi d’appliquer la descente du gradient stochastique (SGD) comme fonction d’optimisation,
et avons fixé le taux d’apprentissage initial à 0, 003. La fonction de perte choisie pour ces expé-
riences est l’entropie croisée catégorielle. Afin d’être très proche des hyper-paramètres utilisés
pour C3D par Dupont et al. (2017), nous avons divisé le taux d’apprentissage par 10 toutes les
4 époques. Cependant, nous n’avons pas reproduit cette opération lors de l’entraînement des
modèles I3D et TwoStream-I3D. Pour ces derniers, nous avons choisi de diviser le taux d’ap-
prentissage par 10 uniquement si la valeur de l’erreur augmente sur l’ensemble de validation.
Pendant la phase d’entraînement, le nombre d’époques a été fixé à 40 pour les modèles C3D
et à 30 pour les autres, afin de maximiser les chances des modèles C3D d’obtenir de meilleurs
scores. Un modèle est enregistré à la fin de chaque époque. À la fin de la phase d’apprentis-
sage, nous avons choisi de sauvegarder le modèle minimisant la fonction de perte lors de la
phase de validation. Lors de l’affinement des modèles, nous avons décidé de ne geler aucune
couche des réseaux, car les jeux de données sources sur lesquels nos modèles ont été pré-
entraînés diffèrent beaucoup de ceux que nous voulons apprendre. Par conséquent, nous avons
décidé de rétropropager la mise à jour des poids des réseaux sur l’ensemble des architectures
des réseaux lors des phases d’apprentissage. Contrairement à Dupont et al. nous n’avons pas
appliqué de méthodes d’augmentation des données pour entraîner nos modèles. Sachant que
l’augmentation des données est une méthode de régularisation, nous voulons voir si nos mo-
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Modèle Condition d’entraînement Précision
Notre C3D Sans pré-entraînement 31.88%

C3D Dupont et al. Sans pré-entraînement 46.9%
Notre C3D Pré-entrainé 58.29%

C3D Dupont et al. Pré-entrainé 61.6%

TAB. 2 – Comparaison entre notre version de C3D et celle de Dupont et al. (2017)

Architecture Condition d’entraînement Moyenne Min Max
I3D Sans pré-entraînement 47.01% 40% 53.36%
C3D Sans pré-entraînement 31.88% 28.82% 36.43%

TwoStream-I3D Sans pré-entraînement 47.85% 43.91% 52.42%
I3D Pré-entrainé 58.97% 56.33% 60.17%
C3D Pré-entrainé 58.29% 57.19% 60%

TwoStream-I3D Pré-entrainé 68.2% 66.01% 70.34%

TAB. 3 – Précision obtenue à la suite de la validation croisée avec K=5.

dèles ne souffrent pas d’un sur-apprentissage sur la version basique du jeu de données (Dvornik
et al., 2018). Par ailleurs, nous voulons déterminer quelles classes nuisent à l’apprentissage de
nos modèles, sans parer à ce problème en utilisant l’augmentation des données. Comme nous
comptons tester plusieurs méthodes d’augmentation des données vidéo, nous préférons nous
consacrer à ce problème ultérieurement.

4.1 Validation croisée à 5 échantillons

Notre version de Crowd-11 est composée de 1641 scènes. Ces scènes ont été divisées en
5769 clips vidéo. Pour éviter que des échantillons se chevauchent, nous avons décidé de conser-
ver tous les clips d’une même scène dans un même échantillon. Lorsque nous sélectionnons
une scène à ajouter à un échantillon, notre sélection fait en sorte de maintenir une similarité ap-
proximative des échantillons en termes de nombre de clips par classe. Pour entraîner ou ajuster
nos modèles, nous avons divisé le jeu de données en 5 échantillons, et avons décidé d’appliquer
la validation croisée 5 fois. Pour chaque itération de la validation croisée, nous avons choisi
3 échantillons pour constituer l’ensemble d’apprentissage, un pour constituer l’ensemble de
validation et un dernier pour l’ensemble de test. À chaque itération de la validation croisée,
l’ensemble de test change. L’ensemble de validation est choisi de manière aléatoire parmi les
4 échantillons restants.

Comme nous avons appliqué une validation croisée 5 fois pour chacun de nos trois modèles
en prenant en compte les deux conditions d’entraînement : l’entraînement à partir de zéro, et
l’ajustement d’un modèle pré-entraîné ; nous avons lancé 30 procédures d’entraînement 4.
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FIG. 1 – Matrices de confusion globales, des modèles pré-entrainés, calculées à la suite de la
validation croisée à 5 échantillons

4.2 Discussion des résultats obtenus
Selon les résultats affichés sur le tableau 2, nous observons que le modèle C3D entrainé à

partir de zéro n’est pas aussi performant que le modèle entraîné par Dupont et al. (2017). Cela
peut avoir plusieurs raisons : une possible différence entre les hyperparamètres que nous utili-
sons et ceux qui sont utilisés par les auteurs de Crowd-11 pour l’entraînement de leur modèle,
la différence entre nos deux jeux de données, et le fait que nous n’ayons pas recours à l’aug-
mentation des données vidéo. Selon les résultats affichés dans le tableau 3, nous constatons que
les modèles C3D et I3D obtiennent des résultats presque identiques lors de la classification des
clips vidéo lors de phase de test. C3D n’est dépassé que d’environs 0, 6% de précision par le
modèle I3D. Cette légère différence de performances peut s’expliquer par le fait que l’archi-
tecture C3D doit entraîner 78 millions de paramètres, tandis que l’architecture I3D compte 12
millions de paramètres ainsi qu’une structure profonde. De plus, nous observons que le modèle
TwoStream-I3D arrive bien à tirer profit du flux optique lors de l’affinement. Cela n’est pas le
cas lorsqu’il est entraîné à partir de zéro. Globalement, les modèles TwoStream-I3D obtiennent
les meilleurs scores.

À partir des matrices de confusion affichées sur la figure 1, nous observons que chaque
modèle éprouve des difficultés face aux mêmes classes indicées de 3 à 6, qui sont respective-
ment : Turbulent Flow, Crossing Flows, Converging Flow et Diverging Flow. Nous constatons,
également, que les clips appartenant à ces classes, y compris la classe Laminar Flow, sont fré-
quemment confondus. Alors que la classe Laminar Flow n’est pas une grande source de confu-
sion, car la foule y suit une direction unique, les multiples transitions clés observables dans les
quatre autres classes peuvent perturber la décision du classifieur. Par exemple, nous observons
que la classe Merging Flow n’est pas confondue avec la classe Diverging Flow, ce qui montre
que le classifieur apprend bien à différencier entre ces deux comportements. Cependant, ces
deux classes sont fréquemment confondues avec la classe Crossing Flows. Lorsqu’une foule
se croise avec une autre, des comportements de convergence et de divergence sont observés.
De plus, alors que Crossing Flows est composée par ≈ 850 clips, les classes Merging Flow et
Diverging Flow sont composées par ≈ 200 clips chacune (comme indiqué dans le tableau 1).
Cette situation peut amener deux classes à être englouties par une classe plus globale, telle que
la classe Crossing Flows.

4. Le code source de ce travail est disponible ici :
https://github.com/MounirB/Crowd-movements-classification
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5 Conclusion et perspectives
Dans ce travail, nous avons étudié la capacité du réseau TwoStream Inflated 3D à tirer pro-

fit de son pré-entraînement sur les jeux de données ImageNet et Kinetics pour la classification
des comportements de foule sur le jeu de données Crowd-11. Après avoir transféré les connais-
sances apprises des jeux de données sources vers le jeu de données cible, le modèle produit
surpasse l’état-de-l’art, sur Crowd-11, avec une marge conséquente de ≈ 10% de précision.
Cependant, du fait du score qu’il a obtenu, le classifieur ne peut pas être, pour l’instant, consi-
déré comme un outil de classification précis pour la gestion des mouvements de foule. Sur la
base des résultats obtenus, nous avons l’intention de voir dans quelle mesure nous pouvons les
améliorer en testant les méthodes suivantes :

— Appliquer l’augmentation des données vidéo ;
— Remédier aux classes défectueuses du jeu de données Crowd-11 en leur ajoutant des

clips vidéo ;
— Tester des modèles issus des architectures Temporal 3D ConvNets (T3D) (Diba et al.,

2017) et ActionVLAD (Girdhar et al., 2017), car les modèles de ces architectures ob-
tiennent des scores supérieurs à 90% de précision sur les jeux de données UCF-101 et
HMDB-51 ;

— Modifier l’architecture Inflated 3D via :
— L’ajout de nouveaux modules Inception ;
— L’hybridation de l’architecture I3D avec l’une des deux architectures T3D ou Ac-

tionVLAD.
— Prendre en compte des entrées d’une étape de prétraitement, comme l’extraction des

trajectoires denses (iDT) (Wang et Schmid, 2013), avant de procéder à l’entraînement
des modèles.
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Summary
The automatic recognition of a crowd movement captured by a CCTV camera can be of

considerable help to security forces whose mission is to ensure the safety of people on the
public area. In this context, we propose to fine-tune a model from the TwoStream Inflated 3D
architecture, pre-trained on the ImageNet and the Kinetics source datasets, to classify video
sequences of crowd movements from the Crowd-11 target dataset. The evaluation of our model
demonstrates its superiority over the state-of-the-art in terms of classification accuracy.
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Résumé. Les séries temporelles d’images, telles que les séquences fonction-
nelles IRM ou les séries temporelles d’images satellites (STIS), fournissent des
informations précieuses pour l’analyse automatique de motifs complexes dans le
temps. Un problème majeur lors de l’analyse de telles données est de considérer
à la fois leurs dimensions temporelle et spatiale. Dans cet article, nous présen-
tons une nouvelle représentation des données qui rend l’étude des séries tempo-
relles d’images compatible avec un modèle d’apprentissage profond classique,
tel que les réseaux de neurones à convolution 2D (CNN). L’approche proposée
est basée sur une nouvelle représentation plane de la série temporelle d’images
qui convertit les données 2D+ t en images 2D sans perdre trop d’informations
spatiales ou temporelles. Ce faisant, CNN peut apprendre en même temps les
paramètres des filtres 2D impliquant des connaissances temporelles et spatiales.
Les résultats préliminaires dans le domaine de la télédétection soulignent la ca-
pacité de notre approche à discriminer des classes complexes de couverture du
sol (en agriculture) à partir d’une STIS.

1 Introduction
Les séries temporelles d’images sont quotidiennement produites par divers capteurs tels

que l’IRM (imagerie fonctionnelle), les satellites, les drones ou les caméras classiques obser-
vant des classes particulières d’occupation du sol conduisant à une grande quantité d’images
(2D+ t). Dans le contexte de l’observation de la Terre, de nouvelles constellations de satel-
lites acquièrent des images de haute résolution spatiale, spectrale et temporelle dans le monde
entier. Par exemple, la constellation Sentinel-2 produit des séries temporelles d’images satel-
litaires (STIS) avec une durée de re-visite de 5 jours et une résolution spatiale de 10 à 20
mètres.

Parmi les applications potentielles des STIS, on peut citer la cartographie de la couver-
ture terrestre (e.g. les zones agricoles, les zones urbaines) et l’identification de changements
d’occupation des sols (e.g. l’urbanisation, la déforestation). La disponibilité croissante de ces
données temporelles permet de produire et de mettre à jour des cartes précises de la couver-
ture terrestre d’un territoire (Inglada et al., 2017). Afin de gérer efficacement l’énorme quantité
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de données générée par ces nouveaux capteurs, des méthodes adaptées à l’analyse des STIS
doivent être développées. Ces méthodes devraient permettre à l’utilisateur final d’obtenir des
résultats satisfaisants avec un minimum de temps et d’efforts.

Un problème majeur lors de l’analyse des séries temporelles d’images est de prendre en
compte simultanément les dimensions temporelle et spatiale du cube de données 2D+ t. La
prise en compte simultanée de ces deux aspects peut, par exemple, faciliter la distinction entre
différentes classes complexes de couverture agricole (par exemple, les vergers, les prairies)
à partir des STIS. Cet article se concentre sur ce problème spécifique. Pour le traiter, nous
définissons une nouvelle représentation spatio-temporelle de séries temporelles d’images qui
permet de bénéficier du cadre classique de l’apprentissage profond (initialement proposé pour
les images 2D). Notre contribution principale est la proposition d’une stratégie pour représen-
ter les données 2D+ t sous forme d’images 2D sans perdre trop d’informations spatiales ou
temporelles. Ce faisant, les réseaux de neurones convolutionnels (CNN) peuvent apprendre des
filtres 2D impliquant à la fois des informations temporelles et spatiales. Ici, nous n’avons pas
pour objectif de produire des cartes temporelles de la couverture terrestre ni d’étudier les chan-
gements d’occupation des sols, mais notre objectif est de cartographier des classes complexes
de couverture terrestre sujettes aux confusions lorsqu’une seule image est employée.

Cet article est organisé comme suit. La section 2 rappelle certaines méthodes de l’état de
l’art dédiées à l’analyse des STIS. La section 3 présente notre représentation spatio-temporelle
pour l’analyse de STIS basée sur les CNN. La section 4 décrit les expériences liées à la classi-
fication de parcelles agricoles dans le domaine de la télédétection. La section 5 dresse un bilan
et quelques perspectives de recherche.

2 Méthodes de l’état de l’art

Les STIS permettent l’observation et l’analyse de phénomènes terrestres avec une large
gamme d’applications telles que l’étude de l’occupation du sol ou même la cartographie des
dommages suite à une catastrophe. Ces changements peuvent être de différents types, origines
et durées. Pour une étude détaillée, voir (Coppin et al., 2004).

Les méthodes pionnières d’analyse des STIS fonctionnaient sur des images simples ou des
piles d’images. Sur chaque image, les différentes mesures par pixel étaient considérées comme
des caractéristiques indépendantes et impliquées dans les procédures classiques basées sur
l’apprentissage automatique. Dans de telles approches, la date des mesures était ignorée dans
l’espace des caractéristiques. L’analyse bi-temporelle a ensuite permis de localiser et d’étudier
les changements intervenant entre deux observations (Bruzzone et Prieto, 2000).

Une autre catégorie d’approches était directement conçue pour traiter les séries temporelles
d’images. La plupart d’entre elles sont basées sur des approches de classification multi-dates
comme l’analyse de trajectoires radiométriques (Verbesselt et al., 2010). Ces approches ex-
ploitent la notion selon laquelle la couverture du sol peut varier dans le temps (en raison des
saisons, de l’évolution de la végétation (Senf et al., 2015)) et prennent en compte l’ordre des
mesures à l’aide de méthodes d’analyse de séries temporelles (Bagnall et al., 2017). Chaque
pixel est considéré comme une série de mesures ordonnées dans le temps (et alignées), et les
modifications des mesures dans le temps sont analysées pour rechercher des motifs (tempo-
rels).
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En ce qui concerne le type de caractéristiques, les approches dans le domaine fréquentiel
incluent l’analyse spectrale, l’analyse d’ondelettes (Andres et al., 1994), tandis que les ap-
proches dans le domaine temporel impliquent des analyses de corrélation. En ce qui concerne
la méthode de classification, la méthode classique consiste à mesurer la similarité entre un
échantillon entrant et l’ensemble d’apprentissage, puis attribuer l’étiquette de la classe la plus
similaire. Pour ce faire on peut utiliser, par exemple, la distance euclidienne basée sur un algo-
rithme de plus plus proche voisin ou une méthode de distance élastique comme DTW (Petitjean
et al., 2012a). Certaines méthodes proposent d’abord une projection de la STIS dans un nouvel
espace, plus riche, afin d’en extraire des caractéristiques discriminantes (Petitjean et al., 2012b;
Chelali et al., 2019) et la classification est réalisée dans ce nouvel espace.

Plus récemment, des approches d’apprentissage profond ont également été envisagées pour
classifier les images de télédétection et générer des cartes d’occupation du sol. Dans de nom-
breux travaux, les réseaux de neurones convolutionnels (CNN) sont pris en compte, traitant
généralement le domaine spatial des données en appliquant des convolutions 2D (Huang et al.,
2018). Lorsqu’il s’agit de séries d’images temporelles, les convolutions sont souvent appli-
quées dans le domaine temporel (Pelletier et al., 2019). D’autres types d’architectures conçues
pour les données temporelles sont les réseaux de neurones récurrents (RNN), comme les
LSTM, utilisés avec succès dans (Ienco et al., 2017). Dans ce contexte, les approches d’appren-
tissage profond surpassent les algorithmes de classification traditionnels tels que les Random
Forest (Ismail Fawaz et al., 2019), mais elles ne tiennent pas directement compte de la dimen-
sion spatiale des données car elles considèrent les pixels de manière indépendante. Quelques
tentatives ont été réalisées pour considérer à la fois les dimensions temporelle et spatiale du
cube 2D+ t (Di Mauro et al., 2017). Une stratégie commune consiste à créer deux modèles
(un pour la dimension spatiale et un pour la dimension temporelle), puis de fusionner leurs
résultats au niveau de la décision. Dans le domaine de l’analyse vidéo, les caractéristiques
spatio-temporelles sont apprises à l’aide de convolutions 3D (Tran et al., 2015), mais une telle
stratégie nécessite l’apprentissage d’un nombre important de paramètres.

Dans cet article, notre stratégie consiste à classer une STIS en utilisant un modèle clas-
sique de CNN 2D, mais nous proposons une nouvelle représentation des séries temporelles
d’images intégrant simultanément les dimensions temporelle et spatiale des données. Nous
proposons plusieurs représentations basées sur des stratégies variées pour prendre en compte
des variations locales de pixels de manières différentes. Le CNN apprend simultanément avec
des convolutions 2D des informations temporelles et spatiales.

3 Approche proposée

Cette section présente notre méthode dédiée à la classification des séries temporelles
d’images basée sur une représentation planaire spatio-temporelle. Ce travail a fait l’objet d’une
publication en conférence internationale (Chelali et al., 2020). Après avoir fourni une vue d’en-
semble de la chaîne de traitement du processus global, nous détaillerons les différentes étapes
de la méthode.
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FIG. 1: Organigramme de notre méthode de classification de STIS basée sur une représentation
planaire spatio-temporelle.

3.1 Chaîne de traitement

La méthode proposée repose sur l’utilisation d’une architecture classique de réseau de neu-
rones profond. Mais l’entrée n’est pas une structure 3D comme dans (Tran et al., 2015) ni une
structure 1D comme dans (Pelletier et al., 2019), approches fréquentes pour les méthodes de
l’état de l’art qui étudient les séries temporelles associées à chaque pixel. Dans notre cas, nous
proposons de considérer les pixels d’une région d’intérêt (par exemple, un patch d’image ou un
polygone) dans son ensemble et d’appliquer d’abord une transformation de ces données 2D+ t
fournissant une image 2D (structure planaire) contenant toutes les données spatio-temporelles.
Cela correspond à la partie gauche de l’organigramme présenté dans la Figure 1. Une telle
structure est ensuite transférée en tant qu’entrée d’un réseau de neurones classique pour per-
mettre la classification. Le réseau peut être conçu pour apprendre les étiquettes à partir des
informations spatiales et temporelles contenues dans les données. La partie droite de l’organi-
gramme illustré en Figure 1 illustre ce processus.

3.2 Représentation planaires des données : du 2D+ t au 2D

Afin de réduire la complexité de la structure de données, nous proposons de transformer
la représentation spatiale des pixels en une structure 1D. Initialement, un pixel est défini par
sa position (un couple d’entiers) dans une image de hauteur H et de largeur W. Maintenant, il
sera défini par un seul entier donné par un index spécifiant la position du pixel dans un chemin
couvrant la région d’intérêt. La fonction ℜ

ℜ : [1,W]× [1,H]→ [1,W×H]

(x,y) 7→ i = ℜ(x,y)

associe à un pixel de coordonnées (x,y) sa position i dans un espace mono-dimensionnel.
Ce qui est important dans le plan, c’est la notion de voisinage. Un pixel a généralement

8 ou 4 voisins selon la topologie considérée. Dans une chaîne 1D, chaque élément n’a que 2
voisins les plus proches. Ensuite, bien sûr, en transformant un espace 2D en un espace 1D, les
informations spatiales seront réduites, mais l’objectif est de conserver les informations les plus
représentatives pendant la transformation.

Lorsqu’une transformation particulière est choisie (quelques exemples seront proposés ci-
après), elle sera appliquée de la même manière à toutes les N images (ou à une région d’in-
térêt particulière) de la série. Donc, nous obtenons N chaînes qui seront considérées comme
les lignes d’une nouvelle image. La nouvelle hauteur de l’image est égale au nombre N des
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FIG. 2: Illustrations des différentes courbes (en bleu) couvrant un espace 2D (en noir, une
grille de pixels) ; (a) Courbe serpent ; (b) Courbe spirale ; (c, d, e) Les trois premiers ordres de
la courbe de Hilbert.

images de la STIS et sa largeur est égale au nombre de pixels de la région que nous voulons re-
présenter. Cette nouvelle image constitue alors une représentation spatio-temporelle 2D d’une
série temporelle d’images 2D+ t.

Afin de conserver certains voisins significatifs dans cette nouvelle représentation, le pro-
blème est alors de remplir un espace discret 2D avec une courbe discrète. En suivant les pixels
le long de la courbe, tous les pixels de la région seront numérotés une seule fois et, par construc-
tion, deux pixels adjacents dans la courbe sont des pixels voisins dans le plan. Dans la littéra-
ture, de nombreuses méthodes ont été proposées pour réaliser une telle transformation, mais
le but est de considérer des voisins statistiquement représentatifs sans aucun biais en raison du
tracé choisi dans le plan.

Nous avons comparé expérimentalement plusieurs stratégies :
— la première représentation est la plus naïve, notée ℜsnake. L’espace est rempli par une

simple courbe qui scanne l’image, ligne par ligne, en serpentant (Figure 2 (a)). Les
lignes sont liées de manière intelligente, de sorte que les informations de voisinage
spatial sont préservées : les extrémités des lignes impaires sont liées aux têtes des lignes
paires, et vice versa. Les pixels sont alors numérotés en fonction de la courbe.

— la deuxième représentation est basée sur la spirale d’Archimède, notée ℜspiral . La grille
de pixels est associée à une courbe en spirale qui remplit un carré (Figure 2 (b)). La
courbe commence à partir du point central (0,0) d’un carré et de son voisin droit puis
tourne autour. La construction de cette courbe se fait en fixant deux variables qui in-
diquent le prochain point de la courbe, (x+ dx,y+ dy). dx, dy sont initialisés à 0 et 1
respectivement. Les points angulaires sont ceux qui vérifient x = y, x = −y et y > 0,
x−1 =−y et x > 0. La courbe doit aller à droite, à gauche, en bas ou en haut selon les
directions de (dx,dy). Les valeurs (dx,dy) sont successivement (0,1),(−1,0),(0,−1)
et enfin (1,0).

— la troisième représentation est basée sur des courbes de remplissage de l’espace, notée
ℜHilbert . Notre choix est la courbe de Hilbert, qui est une courbe fractale remplissant
l’espace (Butz, 1971) et qui remplit un carré (une surface 2D). Pour définir cette courbe,
un processus récursif est appliqué à partir d’un domaine carré, le domaine étant divisé
en quatre carrés égaux. Les quatre petits carrés sont liés de manière à ce que deux
parties avec une arête commune aient deux index consécutifs. Cette règle est appliquée
de manière récursive sur les carrés dont la largeur est une puissance de 2. L’ordre des
pixels est finalement donné par la courbe de Hilbert. L’intérêt principal de ce type de
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FIG. 3: Représentation d’une série temporelle de polygones basée sur la courbe de Hilbert.

courbe est la préservation de la relation de voisinage spatial de points successifs de la
courbe. La Figure 2 (c–e) illustre les trois premiers ordres de courbes de Hilbert.

En appliquant le processus aux N images (ou à une région d’intérêt spécifique) de la STIS,
nous obtenons N lignes de longueur égale au nombre Nr de pixels de la région. Ces lignes
sont utilisées pour remplir une matrice et une nouvelle représentation de la STIS est obtenue
sous forme d’une image avec N lignes et Nr colonnes. Maintenant, cette nouvelle image peut
également être interprétée en termes de colonnes. Chaque colonne est associée à un pixel et à
sa série temporelle dans la STIS, un pixel temporel p = {< pt(x,y)> |t = 1 . . .N} est contenu
dans une colonne de la nouvelle image. La Figure 3 illustre la construction de la nouvelle
représentation.

3.3 Architecture profonde employée

Les réseaux de neurones convolutionnels sont utilisés dans la plupart des méthodes appar-
tenant à la famille des algorithmes d’apprentissage profond. Les CNN sont composés, dans la
partie gauche, de couches de neurones calculant les convolutions des sorties des couches précé-
dentes. Les neurones de chaque couche sont activés par des fonctions non linéaires permettant
l’extraction de caractéristiques d’ordre élevé de l’entrée. Il existe également des couches de
regroupement maximal entre les couches de convolution afin de réduire progressivement le
nombre d’entrées et le nombre de paramètres à calculer pour définir le réseau et pour contrô-
ler également le sur-apprentissage. Dans la dernière partie droite du réseau, pour résoudre les
problèmes de classification, nous trouvons généralement une couche entièrement connectée
fournissant un vecteur de probabilité, couplée à une fonction softmax permettant de prédire
une classe.

Dans notre approche, nous considérons le modèle SqueezeNet (Iandola et al., 2016). Ce
modèle est un petit réseau composé de peu de paramètres à apprendre. Dans notre cas, il s’agit
d’un modèle intéressant, car il s’adapte à notre contexte applicatif et à notre jeu de données
(taille réduite des exemples d’apprentissage). Ce CNN conduit au même niveau de précision
que le modèle AlexNet, lorsqu’il est évalué sur le jeu de données ImageNet.
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FIG. 4: Exemple de STP représentant des vergers ; (gauche) Évolution d’un verger traditionnel
/ intensif ; (droite) Représentations spatio-temporelles associées (ici avec la stratégie de Hilbert
ℜHilbert ).

4 Étude expérimentale

L’approche proposée a été évaluée dans le cadre d’une application de télédétection, à sa-
voir la classification de parcelles agricoles à partir de STIS. Notre objectif est de différencier
certaines classes thématiques agricoles (ici les vergers traditionnels par rapport aux vergers
intensifs difficilement différentiables à l’échelle des images Sentinel-2). L’aspect visuel de ces
parcelles agricoles est hétérogène car les vergers font l’objet de nombreuses pratiques agri-
coles, dépendant de la saison, et leur identification automatique reste une tâche complexe et
importante pour différents besoins de gestion des territoires et de l’environnement. Afin de
différencier ces deux classes, les caractéristiques spatio-temporelles peuvent contenir des in-
formations utiles pour mieux discriminer les pratiques agricoles.

4.1 Données

Les données utilisées dans cette étude expérimentale sont des STIS optiques, captées par le
satellite Sentinel-2 (Est de la France). Les données acquises ont été corrigées et orthorectifiées
par le programme français Theia afin de pouvoir être comparables radiométriquement. Les
images sont distribuées avec leurs masques de nuages associés. Un prétraitement a été appliqué
aux images avec une interpolation linéaire sur les pixels masqués pour garantir la chérence de
tous les pixels.

Nous disposons d’un STIS de N = 50 images capturées en 2017 sur la même zone géo-
graphique. Pour chaque image, seules trois bandes sont conservées : proche infrarouge (Nir),
rouge (R) et vert (G). Toutes ces bandes ont une résolution spatiale de 10 mètres.

En plus des images, nous disposons de données de référence composées des délinéations
de parcelles agricoles de référence (dans notre contexte les vergers) représentées sous forme
de polygones vectoriels. Ces polygones sont extraits du RPG de l’IGN. Dans notre cas, les
polygones ont été rasterisés en fonction de la résolution spatiale de chaque image, ce qui a
conduit à une nouvelle série temporelle de polygones, notée STP.

Les données de référence utilisées dans notre expérience sont les étiquettes sémantiques de
ces polygones (vergers traditionnels ou intensifs). La Figure 4 présente un exemple de l’évo-
lution temporelle de deux vergers à travers la STIS. Enfin, nous disposons de 100 polygones
par classe. Afin d’obtenir plus de données annotées, nous avons employé une technique d’aug-
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mentation de données (AD) en appliquant des rotations sur les images avec les angles : 45◦,
90◦, 135◦ and 180◦.

4.2 Protocole expérimental

Nous avons appliqué la méthode proposée pour classifier les deux classes de vergers (tradi-
tionnel et intensif). D’un point de vue intuitif, les vergers intensifs devraient avoir une texture
plus homogène dans le domaine spatial puisque les arbres fruitiers sont généralement alignés,
ce qui n’est pas toujours le cas dans les vergers traditionnels.

4.2.1 Préparation des données

Premièrement, les données d’entrée sont préparées grâce aux représentations spatio-
temporelles d’images proposées. Ceci est opéré au niveau polygone. Chaque STP est traité de
3 manières différentes selon les fonctions ℜsnake,spiral,Hilbert présentées précédemment. Pour
souligner l’intérêt de considérer la relation spatiale entre les pixels, nous avons ajouté (comme
base naïve de référence) une stratégie aléatoire pour former la représentation spatio-temporelle
du STP, notée ℜrandom.

En fonction de la taille d’entrée du CNN, qui est de 224 × 224, nous adaptons les images
générées à cette taille. Pour la dimension temporelle (axe Y ), nous proposons deux stratégies.
La première consiste à centrer verticalement les informations d’origine des images d’entrée N
(N = 50). Les lignes supérieures et inférieures restantes sont fixées à la valeur zéro. Pour la se-
conde, nous avons choisi de traiter une série temporelle de longueur 224, c’est-à-dire de remplir
tout l’espace vertical restant. Pour ce faire, nous avons appliqué une interpolation linéaire sur
les informations temporelles. Nous supposons que l’information temporelle entre deux dates
consécutives est monotone et linéaire. L’interpolation est ensuite effectuée en considérant que
nous n’avons que 224 jours dans l’année, de sorte qu’un jour a une durée d’environ 39 heures.
Pour les dates initiales, nous affectons les informations temporelles de la première date dans la
STIS. Pour les dernières dates, nous affectons les dernières informations temporelles dans la
STIS. Pour les autres valeurs de date inconnues, nous les calculons en appliquant une fonction
linéaire qui prend en compte deux dates disponibles consécutives (prises à partir du jeu de
N = 50 images de la STIS). Enfin, nous avons 224 dates qui complètent la hauteur de l’image.
Ces deux stratégies (avec dates originales ou avec interpolation temporelle) seront évaluées
séparément.

Pour la dimension spatiale (axe X), la taille des polygones étant rarement égale à 224, nous
avons adopté la stratégie suivante. Pour les polygones dont le nombre de pixels est inférieur à
224, nous répétons la séquence. Pour ceux composés de plus de 224 pixels, nous découpons
la nouvelle représentation en différentes images avec 224 colonnes, ce qui conduit potentielle-
ment à un nombre de données à classer supérieur au nombre de polygones.

Les données images ont été normalisées en fonction des valeurs maximales et minimales du
jeu de données. Dans notre cas, nous avons limité les valeurs à 2% (ou 98%), comme proposé
dans (Pelletier et al., 2019).
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(a) (b)

(c) (d)

FIG. 5: Courbes de perte liées à l’entraînement de notre modèle avec les différentes repré-
sentations spatio-temporelles ; (a) stratégie aléatoire ℜrandom ; (b) stratégie serpent ℜsnake ; (c)
stratégie spirale ℜspiral ; et (d) stratégie Hilbert ℜHilbert .

4.2.2 Protocole d’apprentissage et de validation

Pour valider ces expériences, une stratégie de validation croisée (5 fold) est utilisée. Dans
chaque cas, le jeu de données est divisé de manière aléatoire en 3 jeux, au niveau polygone,
et nous répétons 5 fois le processus. La taille de ces ensembles est de 60%, 20% et 20% de
toutes les données disponibles représentant respectivement les ensembles d’apprentissage, de
validation et de test. Dans chaque expérience, les mêmes découpages sont pris en compte afin
de rendre les résultats plus comparables. Le modèle est formé et évalué 5 fois en fonction de
chaque division. Pour une division, nous considérons le système qui donne le meilleur résultat
sur l’ensemble de validation. Notez que la décision de la sortie du classificateur est prise au
niveau du polygone. Nous avons déjà expliqué que pour les grands polygones (qui ont plus
de 224 pixels), nous construisons plusieurs images différentes dans notre processus (voir la
Section 4.2.1). Ensuite, plusieurs images sont associées à un seul polygone. Pour prendre une
décision dans ce cas, le modèle renvoie les probabilités de classes pour chaque image associée
au polygone. Ensuite, nous faisons la moyenne de ces probabilités pour chaque classe et nous
affectons au polygone l’étiquette de la classe avec la probabilité la plus élevée. Nous rapportons
la précision globale qui correspond à la valeur moyenne des résultats sur les ensembles de test
en fonction des 5 divisions et de l’écart type.

Nous entraînons le modèle en utilisant Adam comme optimiseur avec un taux d’apprentis-
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sage de 10−6 et les valeurs par défaut des autres paramètres (β1 = 0.9, β2 = 0.999 et ε = 10−8)
avec une taille de batch de 8. Nous limitons le nombre d’époques à 2 000, à la suite d’une
technique d’arrêt précoce avec un nombre de patience de 100.

La taille de l’ensemble de données disponible étant limitée, nous entraînons le réseau selon
deux stratégies : (1) from scratch et (2) avec un fine-tuning (le modèle a été pré-entraîné sur
ImageNet dans le cadre d’un problème de classification). Nous avons également procédé à une
augmentation des données (AD).

4.3 Résultats et discussions
Les représentations spatio-temporelles proposées des STP ont été utilisées pour nourrir

le CNN. Nous avons également utilisé l’ordre ℜrandom de pixels afin d’évaluer l’importance
des informations spatiales. Deux pixels successifs dans la représentation 1D sont des voisins
dans l’espace 2D. Ceci est une propriété des différentes courbes de remplissage d’espace que
nous avons considérées. À des fins de visualisation, la Figure 4 illustre deux STP avec leurs
représentations spatio-temporelles résultantes, basées ici sur la stratégie ℜHilbert .

Le modèle CNN a été entraîné conformément au protocole d’apprentissage, avec et sans
fine-tuning. Nous avons également évalué l’impact de la prise en compte des dates originales ou
de l’application d’une interpolation temporelle pour correspondre à la taille d’entrée d’image
(224 × 224) requise par SqueezeNet.

La Figure 5 illustre les courbes de perte résultantes lorsque SqueezeNet est entraîné (sui-
vant une technique d’arrêt précoce) avec des images associées respectivement aux stratégies
ℜrandom, ℜsnake, ℜspiral et ℜHilbert , ici avec les dates originales. À partir de ces courbes, nous
remarquons que les valeurs de perte les plus élevées sont obtenues avec la stratégie ℜrandom
comme prévu. De plus, la courbe de perte de la stratégie ℜrandom commence à se stabiliser dès
200 époques, par rapport aux autres stratégies qui commencent à se stabiliser à partir d’environ
600 époques. Intuitivement, cela signifie que la stratégie ℜrandom ne fournit pas une bonne re-
présentation des STP avec une bonne capacité à généraliser lors de l’entraînement. Les autres
représentations permettent de faire un meilleur entraînement. Nous pouvons également voir
que les meilleures courbes d’apprentissage sont obtenues en (c), en utilisant ℜspiral , avec les
meilleurs résultats sur l’ensemble de validation. Ce classement n’est pas conservé au niveau
de l’ensemble de test global.

Le Tableau 1 présente les résultats de la classification (précision globale) obtenus avec nos
représentations spatio-temporelles (avec les dates originales). Nous remarquons que ℜrandom
fournit toujours les scores les plus bas comparés aux autres représentations, avec et sans AD,
avec et sans fine-tuning. Ceci est attendu car la discrimination entre vergers traditionnels et
intensifs repose sur des informations spatiales et ces informations sont partiellement préservées
avec les courbes de remplissage d’espace fournissant des informations spatiales en plus des
informations temporelles. Dans le Tableau 1, nous remarquons également que, avec l’AD, tous
les scores sont légèrement augmentés et que les meilleurs ont été obtenus en combinant AD et
le fine-tuning. Enfin, les meilleures représentations oscillent entre ℜsnake, ℜspiral et ℜHilbert .

A titre comparatif, nous avons comparé nos résultats à ceux obtenus avec la méthode
TempCNN dédiée à la classification des séries temporelles, proposée dans (Pelletier et al.,
2019). Cette approche repose sur l’utilisation d’un CNN, dans lequel les convolutions sont
appliquées dans le domaine temporel (convolutions 1D). Les tailles de filtre sont fixées en
fonction du critère indiqué dans (Pelletier et al., 2019) : avec une taille de noyau de 5 lors de
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TAB. 1: Résultats de classification (précision globale – OA et écart type – STD) obtenus avec
nos représentations spatio-temporelles (avec dates originales) ; (première / deuxième ligne)
Sans / avec augmentation des données.

From scratch Fine tuning
Rep. OA STD OA STD

sa
ns

A
D ℜrandom 71.50 7.17 81.00 8.15

ℜsnake 78.00 4.30 90.50 7.96
ℜspiral 76.00 8.74 92.00 3.31
ℜHilbert 79.00 5.61 91.00 2.00

av
ec

A
D ℜrandom 80.50 3.67 87.00 4.58

ℜsnake 83.50 7.00 93.50 2.54
ℜspiral 84.50 5.33 93.00 1.87
ℜHilbert 81.50 6.44 91.00 2.54

TAB. 2: Résultats de la classification (précision globale – OA et écart type – STD) avec les
architectures TempCNN (avec les dates d’origine et un noyau de taille 5).

nb filt. 16 32 64 128 256 512 1024

OA 78.81 77.38 81.66 78.45 85.37 81.73 84.80
STD 6.08 6.51 4.59 4.79 3.44 5.75 6.48

la prise en compte des dates d’origine et de 11 lors de la prise en compte des dates interpolées.
À des fins de comparaison, nous avons entraîné et validé le modèle TempCNN en utilisant le
même protocole de validation. Dans le code proposé par les auteurs du modèle, la décision au
niveau polygone est obtenue via un vote majoritaire pondéré par les probabilités issues du ré-
seau. Notez que le modèle TempCNN est proposé avec différentes architectures (profondeurs),
conduisant à un nombre différent de filtres.

Le Tableau 2 contient les résultats de TempCNN. Les meilleurs scores ont été obtenus avec
256 filtres. Les scores obtenus suggèrent que les résultats obtenus avec TempCNN surpassent
ceux obtenus avec notre méthode lorsque nous entraînons le réseau à partir d’une initialisation
aléatoire. Cependant, avec une initialisation du réseau avec les poids obtenus lors d’un pré-
entraînant sur ImageNet, nous obtenons de meilleurs scores. Cela met en évidence, pour notre
contexte applicatif, l’avantage de considérer un modèle classique de CNN 2D pour classifier
les images 2D+ t combinées à nos représentations spatio-temporelles.

Le Tableau 3 présente les résultats de la classification avec la stratégie d’interpolation tem-
porelle. Nous remarquons qu’avec plus d’informations temporelles, les scores globaux sont
augmentés par rapport au cas où moins d’informations temporelles (images avec dates origi-
nales) sont disponibles (Tableau 1). Cela s’explique par la distribution non régulière des dates
d’origine. Avec l’interpolation, nous obtenons une information temporelle avec une régularité
égale pour obtenir 224 dates. Ceci provient également du comportement monotone réel entre
les dates consécutives utilisées pour l’interpolation. Nous observons à nouveau que la stratégie

35 sciencesconf.org:apta2020:304199



Classification de séries d’images via une représentation spatio-temporelle

TAB. 3: Résultats de classification (précision globale – OA et écart type – STD) obtenus avec
nos représentations spatio-temporelles (avec interpolation temporelle) ; (première / deuxième
ligne) Sans / avec augmentation des données.

From scratch Fine tuning
Rep. OA STD OA STD

sa
ns

A
D ℜrandom 84.00 9.02 87.00 4.30

ℜsnake 85.00 4.18 92.50 3.16
ℜspiral 85.00 3.53 91.00 2.54
ℜHilbert 89.00 3.39 91.00 2.54

av
ec

A
D ℜrandom 82.00 8.71 83.50 4.35

ℜsnake 86.50 5.38 90.50 1.87
ℜspiral 86.50 3.00 91.50 3.74
ℜHilbert 92.50 1.58 89.00 3.39

TAB. 4: Résultats obtenus (précision globale – OA et écart type – STD) avec les architectures
TempCNN (avec interpolation temporelle et un noyau de taille 11).

nb filt. 16 32 64 128 256 512 1024

OA 78.96 81.40 83.96 81.86 85.93 84.23 87.21
STD 7.34 6.32 7.14 5.18 8.03 6.23 8.28

ℜrandom conduit aux pires scores. Cela confirme que l’information spatiale est importante et
pas seulement temporelle. Nous voyons aussi que l’AD augmente légèrement les scores en
cas d’apprentissage from scratch mais n’est pas en mesure d’améliorer les résultats en cas de
fine-tuning. Dans cette expérience, la stratégie ℜHilbert conduit à la représentation qui fournit
les meilleurs scores lorsque nous entraînons le réseau from scratch (avec ou sans AD). Mais
lorsque nous employons le fine-tuning, les meilleures représentations oscillent entre ℜsnake et
ℜspiral .

Les résultats obtenus avec TempCNN et la stratégie d’interpolation temporelle sont réper-
toriés dans le Tableau 4. Les scores initiaux sont dans le même intervalle que notre méthode
lorsque nous entraînons from scratch. Mais avec AD et / ou fine-tuning, nos scores sont plus
élevés.

5 Conclusion

Dans cet article, nous présentons une nouvelle stratégie pour transformer une série tem-
porelle d’images en une représentation planaire spatio-temporelle. Ceci permet de réduire la
complexité de la structure de la série temporelle d’images (de 2D+ t à 2D) tout en conservant
(partiellement) les relations spatiales et temporelles des pixels. Ces représentations sont utili-
sées pour alimenter un CNN classique afin d’effectuer une classification. Les convolutions 2D
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peuvent alors conduire à une extraction de caractéristiques spatio-temporelles. En comparai-
son aux approches 1D dédiées aux séries temporelles, nous avons un nombre moins élevé de
données annotées, mais ceci est compensé par une stratégie d’augmentation des données. En
considérant des convolutions 2D, nous pouvons également bénéficier d’un modèle pré-entraîné
sur ImageNet. Une telle initialisation des poids du CNN est moins facile à réaliser pour les ap-
proches 1D, car aucun jeu de données semblable à ImageNet n’est disponible.

L’approche proposée a été évaluée en télédétection pour la classification de parcelles agri-
coles à partir de STIS. Dans notre expérimentation, nous étudions l’impact de la transforma-
tion spatio-temporelle en utilisant différentes courbes de remplissage de l’espace. Les résultats
obtenus reflètent l’utilité et l’impact de la prise en compte des informations spatiales et tempo-
relles. Dans notre étude thématique, nous observons que les scores de classification sont plus
élevés lorsque l’on considère les représentations spatio-temporelles avec plus d’informations
temporelles (en utilisant l’interpolation temporelle) que celles qui en ont moins, même si elles
sont construites à partir des mêmes données initiales. Il est donc plus important d’avoir beau-
coup de données dans le domaine temporel que d’optimiser la façon dont le plan 2D est rempli
par les courbes de remplissage de l’espace.

Dans notre étude comparative, nous remarquons que la méthode TempCNN (Pelletier et al.,
2019) s’applique au niveau des pixels alors que notre approche s’applique au niveau des poly-
gones. Cela signifie que pour TempCNN le nombre d’échantillons d’entraînement est supérieur
à celui de notre méthode où les pixels d’un polygone sont tous résumés dans une seule image
spatio-temporelle. Malgré le faible nombre de données disponibles, l’accroissement de la pré-
cision par notre processus est de l’ordre de 8% basé sur les données d’origine et de l’ordre de
5% sur les données interpolées.

Dans nos futurs travaux, l’ordre des pixels sera étudié plus précisément. Nous avions jus-
qu’à présent analysé les pixels d’une surface carrée dans laquelle le polygone était inclus,
mais nous devons définir un ordre adapté à la géométrie du polygone lui-même. Nous allons
également augmenter le nombre d’instances de vergers et appliquer la même approche à des
problèmes impliquant un plus grand nombre de classes afin de générer des cartes d’occupation
du sol.
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Summary
Image time series such as MRI functional sequences or Satellite Image Time Series (STIS)

provide valuable information for the automatic analysis of complex patterns through time. A
major issue when analyzing such data is to consider at the same time their temporal and spa-
tial dimensions. In this article we present a novel data representation that makes image times
series compatible with classical deep learning model, such as Convolutional Neural Networks
(CNN). The proposed approach is based on a novel planar representation of image time series
that converts 2D+ t data as 2D images without loosing too much spatial or temporal informa-
tion. Doing so, CNN can learn at the same time the parameters of 2D filters involving temporal
and spatial knowledge. Preliminary results in the remote sensing domain highlight the ability
of our approach to discriminate complex agricultural land-cover classes from a STIS.
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Résumé. La faible résolution et l’anisotropie des données induisent des diffi-
cultés pour l’analyse cérébrale néonatale en IRM (imagerie par résonance ma-
gnétique). Dans la plupart des chaînes de traitement d’analyse IRM, les don-
nées sont d’abord rééchantillonnées, puis segmentées par des approches (semi-
)automatiques. En d’autres termes, la reconstruction et la segmentation de l’image
sont effectuées séparément. Nous proposons une méthodologie permettant d’ef-
fectuer simultanément la reconstruction haute résolution et la segmentation des
données IRM du cerveau néonatal. Notre stratégie s’appuie principalement sur
des réseaux antagonistes génératifs (GAN). Nous décrivons et discutons cette
architecture et les résultats qu’elle permet d’obtenir.

1 Introduction
Des études à long terme sur les conséquences de la prématurité ont démontré que la ma-

jorité des nouveau-nés prématurés peuvent présenter des déficits moteurs, cognitifs et com-
portementaux importants (Hack et Fanaroff, 2000; Marlow et al., 2005). Au demeurant, notre
compréhension de la nature des anomalies cérébrales sous-jacentes à ces séquelles neurolo-
giques reste limitée. Dans ce contexte, l’imagerie par résonance magnétique (IRM) offre des
possibilités uniques d’investigation in vivo du cerveau humain. En raison de leur faible résolu-
tion et de leur anisotropie, l’analyse de ces images cérébrales néonatales reste difficile. Ainsi,
l’amélioration de la résolution des images et la segmentation du cerveau à partir de celles-ci
est une condition indispensable pour permettre des analyses morphométriques robustes.

Lorsqu’il s’agit d’images anisotropes à faible résolution, l’une des premières composantes
clés d’une chaîne de traitement de données IRM cliniques est l’estimation d’images isotropes,
par suréchantillonnage. La super-résolution (SR) (Greenspan, 2008) est une technique qui vise
à améliorer la résolution d’une image après son acquisition. Cependant, la SR constitue un
problème inverse difficile à résoudre ; en particulier, l’estimation de la texture et des détails
est délicate. Dans ce contexte, les techniques d’apprentissage profond supervisé ont permis de
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réelles améliorations par rapport aux approches basées sur des modèles. Ainsi, l’application
de réseaux neuronaux convolutionnels 3D (CNNs) aboutit à des résultats prometteurs pour les
données IRM (Pham et al., 2017; Chen et al., 2018).

Cependant, l’utilisation d’une fonction de coût basée uniquement sur une comparaison
point à point de l’image estimée peut conduire à un lissage excessif des images haute résolution
obtenues (Johnson et al., 2016). Dans l’optique de rendre ces images plus « réalistes », une
composante perceptuelle (Ledig et al., 2017) peut être ajoutée à la fonction de coût. Dans
notre cas, cette dernière sera basée sur la fonction de coût d’un GAN (generative adversarial
network). Il est à noter que l’usage de GAN a été récemment proposé pour la segmentation
d’IRM cérébrales (Moeskops et al., 2017).

Parmi les structures cérébrales d’intérêt, les structures minces et en particulier la matière
grise corticale, restent difficiles à analyser, principalement à cause de leur forte dégradation
dans les images basse résolution. Néanmoins, le cortex est une région d’intérêt, comme le
soulignent des travaux récents portant par exemple sur la gyrification (Dubois et al., 2008;
Lefèvre et al., 2016; Orasanu et al., 2016), la connectivité corticale (Ball et al., 2013a) ou le
développement cortical (Ball et al., 2013b; Yu et al., 2016).

Notre objectif est de proposer une méthodologie dédiée à l’analyse d’images IRM aniso-
tropes basse résolution. En particulier, nous visons à traiter des structures anatomiques com-
plexes, dont le cortex. Pour ce faire, nous proposons une approche basée sur les GAN, nommée
SegSRGAN, qui génère à la fois une image super-résolue et une carte de segmentation corticale
à partir d’une seule image basse résolution.

2 Super-resolution et segmentation d’image : formulation

2.1 Super-résolution
Le but d’une méthode de SR est d’estimer une image haute résolution (HR) X ∈ Rm à

partir d’une image basse résolution (LR) observée Y ∈ Rn, avec m > n. Un tel problème peut
être formulé à l’aide du modèle d’observation linéaire :

Y = H↓BX +N = ΘX +N (1)

où N ∈ Rn est un bruit additif, B ∈ Rm×m est une matrice de dispersion (« flou »), H↓ ∈
Rn×m est une matrice de décimation (sous-échantillonnage) et Θ = H↓B ∈ Rn×m.

Une façon usuelle de résoudre ce problème de SR consiste à définir la matrice Θ−1 comme
la combinaison d’un opérateur de restauration F ∈ Rm×m et d’un opérateur d’interpolation
S↑ ∈ Rm×n qui calcule l’image LR interpolée Z ∈ Rm associée à Y (i.e. Z = S↑Y). Dans
le contexte d’un apprentissage supervisé, étant donné un ensemble d’images HR Xi et leurs
images LR correspondantes Yi, l’opérateur de restauration F peut être estimé tel que :

F̂ = arg min
F

∑

i

d(Xi − F (Zi)) (2)

où d peut être, par exemple, une norme `2, une norme `1 ou une variante dérivable de la norme
`1 telle que définie par Charbonnier et al. (1997). À l’instar de Lai et al. (2017), notre fonction
de coût sera de type « Charbonnier ». Dans (Pham et al., 2017; Chen et al., 2018), il a été
démontré que les CNNs 3D pouvaient être utilisés pour estimer avec précision la fonction de
restauration F̂ pour les images IRM du cerveau.

41 sciencesconf.org:apta2020:302669



Q. Delannoy et al.

2.2 Segmentation

Afin d’équilibrer les contributions de l’image SR et de la segmentation dans la fonction de
coût, la segmentation de l’image est considérée comme un problème de régression supervisée :

SX = R (X) (3)

où R désigne une fonction non linéaire de l’image interpolée X̂ vers la carte de segmentation
SX. Comme pour le problème de SR, en supposant que nous avons un ensemble d’images
interpolées X̂ et leurs cartes de segmentation correspondantes SXi

, une approche générale pour
résoudre un tel problème de segmentation consiste à trouver la correspondance R tel que :

R̂ = arg min
R

∑

i

d(Xi −R(Xi)) (4)

3 Description de la méthode

Les approches basées sur les GAN consistent à former un premier réseauG, dit générateur,
qui estime pour une image d’entrée interpolée donnée, l’image HR et la carte de segmentation
correspondante. Un second réseauD, dit discriminateur, est conçu pour différencier les couples
d’images HR et de segmentations réels des couples générés d’images SR et de segmentations.

3.1 Fonction de coût

Afin d’éviter de potentiels problèmes de saturation du gradient, que nous pouvons rencon-
trer avec la fonction de coût traditionnelle 1 « minimax » des GAN, la fonction de coût appelée
WGAN-GP (Gulrajani et al., 2017) est utilisée. Ce type de GAN vise à minimiser la distance
de Wasserstein entre les deux distributions Pr et Pg (resp. données réelles et générées) :

W (Pr,Pg) = inf
γ∈Π(Pr,Pg)

E(x,y)∼γ [||x− y||] (5)

= sup
||f ||L≤1

Ex∼Pr
[f(x)]− Ex∼Pg

[f(x)] (6)

où, Π(Pr,Pg) est l’ensemble de toutes les distributions dont les marginales sont respectivement
Pr et Pg , et le supremum est calculé sur toutes les fonctions 1-lipschitziennes f .

Dans ce GAN, le discriminateur apprend la fonction paramétrée f tandis que le générateur
vise à minimiser cette distance. Ainsi, la partie antagoniste de la fonction de coût est :

Ladv = EX∼PX,SX∼PSX
[D((X,SX))]− EZ∼PZ [D(G (Z))] (7)

où X et SX sont les vraies image HR et carte de segmentation, respectivement, D est le discri-
minateur, G le générateur et Z l’image interpolée. C’est à travers ce terme que sera exprimé le
jeu entre le générateur (minimiser Ladv) et le discriminateur (maximiser Ladv).

1. C’est-à-dire en résolvant minG maxD V (D,G) = Ex∈pdata(x)
[logD(x)]+Ez∈pz(z)[log(1−D(G(z)))].
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(a) Architecture du générateur.

(b) Architecture du discriminateur.

FIG. 1 – Architecture des réseaux de neurones. (a) Générateur. (b) Discriminateur.

Rappelons que le discriminateur vise à estimer une fonction 1-lipschitzienne ; un terme de
régularisation sur la valeur de son gradient est donc ajouté. Finalement, la fonction de coût (à
minimiser) du discriminateur est :

Ldis = λgpEX̂S[(‖(∇X̂SD(X̂S)‖2 − 1)2]− Ladv (8)

avec X̂S = (1− ε)(X,SX) + εG (Z) et ε ∼ U [0, 1]

où λgp > 0 et ∇ désignent respectivement le coefficient de pénalité du gradient et l’opérateur
de gradient.

La fonction de coût du générateur est construite en ajoutant un terme de comparaison point
par point ρ (Charbonnier et al., 1997) des images cibles en sortie et des images estimées :

Lgen = λadvLadv + EX∼PX,SX∼PSX
[ρ ((X,SX)−G(Z))] (9)

avec ρ(x1, . . . , xn) =
1

n

n∑

i=1

√
(x2
i + ν2) et ν = 10−3

3.2 Architecture du réseau
Architecture du générateur Le réseau du générateur est un réseau basé sur la convolution,
avec des blocs résiduels. Il prend en entrée l’image LR interpolée. Il est composé de 18 couches
de convolution : trois pour la partie encodage, deux fois six pour la partie résiduelle et trois
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FIG. 2 – Fabrication de la prédiction durant la phase de test.

pour la partie décodage (voir Figure 1(a)). Afin d’améliorer les performances de la procédure
d’entraînement, des couches de normalisation d’instance sont utilisées sur le résultat de chaque
convolution, avant application de la fonction d’activation.

Lors de l’encodage, la taille des cartes de caractéristiques est divisée par 4 ; leur nombre
passe successivement de 1 (entrée) à 64. La partie résiduelle est composée de six blocs. Chaque
bloc transforme l’entrée grâce à deux couches de convolution puis somme le résultat avec
l’entrée. Enfin, la partie décodeur double la taille de chaque carte de caractéristiques puis les
transforme par le biais d’une couche de convolution. La dernière couche de convolution produit
deux images 3D : la première sera transformée en carte de probabilité de classe (en utilisant
une activation sigmoïde) ; la seconde sera additionnée avec l’image interpolée originale.
Architecture du discriminateur Le réseau du discriminateur est entièrement convolutif. Il
prend en entrée une image HR et une carte de segmentation. Le discriminateur contient cinq
couches de convolution avec un nombre croissant de noyaux, augmentant par un facteur 2 de
32 à 512 noyaux (voir Figure 1(b)). Chaque convolution (sauf la dernière) est effectuée avec
un pas de deux, ce qui permet de réduire successivement la taille des cartes de caractéristiques
par deux jusqu’à arriver à une représentation sous forme d’un scalaire (lorsque l’entrée est de
taille 643).

3.3 Entraînement et évaluation
Avant chaque application du réseau, chaque image LR est normalisée (division par la plus

grande intensité de l’image) et interpolée via des splines cubiques. Ces deux étapes sont effec-
tuées lors de l’entraînement et de l’évaluation de la méthode. Avant d’appliquer le réseau, les
images sont également divisées en patchs d’une taille donnée.

Entraînement Les données d’entraînement sont constituées de patchs d’images interpolées
(entrée du réseau) et de patchs de cartes de segmentation et d’images HR. Le choix de traiter
les images par patch permet de limiter la mémoire RAM nécessaire pour l’entraînement et
ainsi permettre d’effectuer l’entraînement en GPU. À partir de ces données d’entraînement,
le discriminateur et le générateur sont entraînés de la manière suivante. Pour chaque mise à
jour des poids du générateur, les poids du discriminateur sont mis à jour cinq fois. La méthode
d’optimisation choisie est Adam avec les mêmes paramètres que ceux de l’article Kingma et
Ba (2014). La taille de batch est de 32 patchs de taille 643, créés avec un décalage de 20 entre
chacun. Enfin λgp et λadv sont respectivement fixés à 100 et 0.001. Pour chaque entraînement
effectué, le nombre maximal d’epochs est fixé à 200 et les poids finaux (parmi les poids de
chaque epoch) sont ceux qui maximisent la performance sur un ensemble de données de test.

Evaluation La figure 2 illustre le processus d’évaluation de la méthode.
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4 Resultats

4.1 Données
Nous travaillons sur la base de données IRM dHCP 2. Cette base contient 40 IRM céré-

brales de nouveau-nés imagés à terme. En plus de ces acquisitions, la base dHCP fournit, pour
chaque sujet, des cartes de segmentation du cerveau. Nous nous intéressons ici à la carte de
segmentation (binaire) du cortex cérébral.

4.2 Pré-traitement : génération d’images LR
Toutes les images de la base dHCP sont isotropes et de résolution suffisante (0.5×0.5×0.5

mm3) pour être considérées de haute résolution. Par conséquent, afin de former un modèle de
super-résolution, nous devons déterminer des images LR correspondantes pour ces couples
images HR / cartes de segmentation. Les images LR sont générées en utilisant le modèle pro-
posé par Greenspan (2008). En notant X l’image HR et XLR l’image LR associée :

XLR = H↓BX (10)

où B est une matrice floue et H↓ est une décimation par sous-échantillonnage. En particulier,
nous considérons un filtre gaussien B avec un écart-type :

σ =
res

2
√

2 log 2
(11)

où res est la résolution de l’image LR, ici fixé à 0.5× 0.5× 3 mm3 (avec une forte anisotropie
destinée à prendre en compte les conditions réelles d’acquisition des données cliniques).

4.3 Métriques utilisées
Segmentation Afin d’évaluer la qualité des résultats de segmentation, nous considérons le
score de Dice, qui est une mesure standard (comprise entre [0, 1]) pour évaluer une segmenta-
tion S par rapport à une vérité-terrain G :

Dice(S,G) =
2|S ∩G|
|S|+ |G| (12)

En particulier, plus le Dice est proche de 1, plus S et G sont semblables.

Super-résolution Mesurer la performance des algorithmes SR est moins simple. En effet,
pour mesurer la similitude d’aspect visuel entre deux images, une distance entre l’intensité des
voxels SR et HR peut ne pas être suffisante. La performance de la reconstruction SR est alors
mesurée par deux indices : le PSNR et le SSIM (Wang et al., 2004), définis comme :

PSNR(X,Y ) = 10 log10

(
max
i
Xi

)2

1
|X|
∑
i

|Xi − Yi|2
(13)

2. http://www.developingconnectome.org
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FIG. 3 – Dice et PSNR moyens à chaque epoch, mesurés sur les huit images test de dHCP.

où Xi et Yi sont les valeurs de X et Y au point i, respectivement, et :

SSIM(X,Y ) =

(
2µXµY + c1

)
+
(
2σXY + c2

)
(
µ2
X + µ2

Y + c1
)(
σ2
X + σ2

Y + c2
) (14)

où µX (resp. µY ) est la moyenne des valeurs X (resp. Y ), σX (resp. σY ) est l’écart-type
des valeurs X (resp. Y ), σXY est la covariance entre les valeurs X et Y , et c1, c2 sont des
stabilisateurs numériques liés quadratiquement à la dynamique de l’image.

Plus la valeur de ces indices est élevée, meilleure est la similitude entre les deux images.

4.4 Convergence (entraînement)
Tout d’abord, nous observons l’évolution des scores Dice et PSNR, tout au long de l’en-

traînement. Les patchs sur les image tests sont créés de la même façon que ceux de la base
d’entraînement. Le PSNR et le Dice sont ensuite calculés pour chaque patch. Les PSNR et
Dice finaux sont obtenus en établissant la moyenne des valeurs calculées dans chaque patch.
Les résultats sont représentés dans la Figure 3, qui fournit l’évolution des scores de Dice et
de PSNR à la fin de chaque epoch. Le Dice initial a une valeur très faible, proche de 0, 5, et
augmente ensuite jusqu’à 0, 8. Il semble converger aux alentours de l’epoch 100. Le PSNR
converge également, mais de façon plus bruitée. Cependant, la taille des pics diminue alors
que le score tend à se stabiliser, suivant le même comportement que le Dice.

4.5 Résultats obtenus sur une base test
Les résultats présentés dans cette partie ont été obtenus avec des patchs de taille 1283

voxels (pour des considérations de capacité lors de traitement sur GPU) et un décalage de
30 voxels entre patchs successifs. La figure 4 fournit un exemple de résultat obtenu sur une
image de la base test de dHCP. Les résultats quantitatifs présentés ci-après ont été calculés à
partir des 8 images de dHCP utilisées comme base de données test. Le tableau 1 résume les
Dices de notre méthode (SegSRGAN), de la méthode IMAPA (Tor-Díez et al., 2018) et de
DrawEM (Makropoulos et al., 2014). Comme dans un contexte clinique typique, ces méthodes
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(a) Image LR (initiale)

(b) Image SR (reconstruite)

(c) Carte de segmentation du cortex

FIG. 4 – Image LR de la base test de dHCP (a) et les résultat obtenus sur celle-ci (b) et (c)

SegSRGAN IMAPA DrawEM
Dice 0.855(±0.014) 0.786(±0.023) 0.730(±0.010)

TAB. 1 – Moyennes (et écarts-type) du Dice pour les cartes de segmentation estimées, calcu-
lées sur huit images test.

ont été appliquées sur des images interpolées (en utilisant une spline cubique). On observe que,
quantitativement, l’approche proposée conduit aux meilleurs résultats de segmentation corti-
cale avec une amélioration significative par rapport aux deux autres méthodes. De plus, comme
mentionné par Tor-Díez et al. (2018), l’utilisation de IMAPA appliquée aux images originales
HR de dHCP conduit à un score moyen de 0,887 (écart-type de 0,011). Enfin, le résultat ob-
tenu sur les images interpolées ne diminue que de 3% par rapport à IMAPA appliquée sur les
images HR. Le tableau 2 résume le PSNR et le SSIM de notre méthode versus une interpola-
tion par spline cubique. On peut observer que les deux scores de qualité pour la reconstruction
de l’image SR traduisent de meilleurs résultats avec SegSRGAN qu’avec l’interpolation par
spline cubique, qui constitue une base standard de comparaison et est l’entrée du réseau.
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SegSRGAN Interpolation par spline cubique
PSNR 26.96 24.22
SSIM 0.73 0.63

TAB. 2 – Valeurs moyennes du PSNR et du SSIM, calculées sur huit images test.

5 Conclusion

Dans cet article, nous avons proposé une nouvelle solution méthodologique pour effec-
tuer la reconstruction et la segmentation d’images IRM 3D complexes. Les résultats obtenus
tendent à prouver la pertinence de notre approche, avec des résultats satisfaisants tant en termes
de reconstruction SR que de segmentation. Cependant, il est important de garder en tête que
la méthode a ici été entraînée et évaluée pour une reconstruction super-résolution d’une réso-
lution axiale initiale fixée (3 mm) à une autre (0.5 mm). Cependant, prendre en compte une
variabilité de la résolution initiale peut également être intéressant d’un point de vue clinique.
Cet aspect, ainsi que la segmentation d’autres zones du cerveau, constituent les travaux à venir.
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Abstract. The analysis of axillary lymph nodes is of crucial importance for the
staging of breast cancer. As a consequence, an accurate segmentation of the
nodes reached by cancer can constitute a precious help for computer-aided diag-
nosis. However, due to the size of axillary lymph nodes in PET/CT images, and
to the low resolution of PET data where their abnomal metabolic hyperactivity
may be observed, segmentation remains a challenging task. We investigate the
relevance of considering axillary lymph nodes segmentation from PET/CT im-
ages, based on Convolutional Neural Networks (CNNs). To this end, our initial
working hypotheses were twofold: first, taking advantage of both anatomical
information from CT, for detecting the nodes, and from functional information
from PET for detecting the inflammatory ones; second, considering region-based
attributes extracted from component-tree analysis of PET images in order to en-
rich the information natively carried by PET, with features that can hardly be
inferred by CNNs directly from the images. We describe our first results, and
discuss about the validity of these working hypotheses.

1 Introduction
Breast cancer is one of the most common diseases in women and one of the principal causes

of death in females. Approximately 1.38 million cases are detected worldwide per year and as
a consequence causes 458,000 deaths. This type of cancer develops from breast tissue; lymph
nodes near these regions are then among the first structures to be affected. This motivates the
involvement of lymph nodes in the usual TNM protocol dedicated to the staging of breast, that
relies on three criteria: size of tumor (T); number of lymph nodes reached by cancer (N); and
metastasis state (M).

Positron Emission Tomography (PET), generally coupled with X-ray Computed Tomogra-
phy (CT) is widely used for imaging purpose in cancer, and in particular in the case of breast
cancer (Vercher-Conejero et al., 2015; Krammer et al., 2015; Kaseda et al., 2016; Piva et al.,
2017). Whereas PET provides information on the high metabolism of cancerous cells, CT
provides anatomical information on the structures of interest, with a high spatial resolution.
However, it was observed by Groheux et al. (2016) that PET/CT data experiment two major
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limitations. First, patients in early stages of cancer may have a very small quantity of cancer-
ous cells. In this context, PET/CT may not easily allow to detect these few cells. Second, as
inflammatory cells have a metabolism similar to cancerous cells, the putative presence of such
cells may lead to false positives.

Despite these difficulties, PET/CT data constitute an important source of information that
may be used for computer-aided diagnosis in the case of breast cancer. The challenging prop-
erties of these bimodal images (low resolution of PET, possible presence of false positives)
also argue in favour of developing robust lymph node segmentation methods.

However, the literature specifically dedicated to lymph node segmentation is still rather
limited. In this context, Deep Learning (DL) has recently emerged as a promising segmentation
paradigm (Ehteshami Bejnordi et al., 2017), that seems to outperform other standard machine
learning approaches for this specific task. In particular, it was shown by Wang et al. (2017)
that Convolutional Neural Networks (CNNs) (Long et al., 2015), already used for PET/CT
co-segmentation by Zhong et al. (2018), is a potentially relevant paradigm.

A second, recent approach dedicated to PET/CT analysis consists of considering hierarchi-
cal image models in order to emphasize the mixed spatial-spectral information carried by PET
data. In this context, some morphological trees, and in particular the component-tree (Salem-
bier et al., 1998), have been involved in segmentation methods, e.g. for interactive PET seg-
mentation (Grossiord et al., 2015), lymphoma lesion segmentation from PET/CT (Grossiord
et al., 2017), or coupled PET/enhanced CT co-segmentation (Alvarez Padilla et al., 2018).
These methods rely on the hypothesis that hierarchical image models constitute an efficient
data-structure for extracting high-level, region-based features that can be hardly computed by
other strategies (Machairas et al., 2016; Conze et al., 2017).

Our initial purpose was to consider jointly both approaches, namely CNNs and hierarchical
image models, in order to develop a lymph node automatic segmentation method that will take
advantage not only of the complementary information carried by PET and CT, but also of high-
level features that could not be implicitly discovered from the native images by deep-learning
architectures. We present our methodology, and experimental results that shed light on the
successes and failures of the proposed approach, and emphasize the next steps and challenges
to be tackled in our work.

2 CNN architecture
Our proposed CNN is based on the U-Net architecture (Ronneberger et al., 2015); see Fig-

ure 1. The first 3 layers act as an encoder; they perform volume downsampling that correspond
to the CNN feature extraction. The last 3 layers act, symetrically, as a decoder; they perform
volume up-sampling. During this up-sampling, some skip connections issued from the input
PET image provide information for the output volume reconstruction. The loss function is the
Dice score whereas the used optimizer is Nadam (Dozat, 2016).

This architecture is designed for considering multiple inputs, by duplicating the encoder
part for each of these inputs. Basically, it uses two inputs, namely the PET image and its
associated CT image. Indeed, cancer lymph nodes are structures with a globally round shape,
which are perceived in PET as high-intensity, compact structures. However, other tissues and
organs with round shape can present a high metabolic activity in PET, thus leading to possible
false positives segmentation. In order to discriminate both kinds of structures, nuclear medicine
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FIG. 1 – The CNN architecture, illustrated here for two inputs, namely the PET and CT images.

doctors generally identify cancer lymph nodes by observing both PET and CT data. This is a
strategy we chose to reproduce in our CNN, in order to also take into account morphological
information in addition to functional one.

Our working hypothesis is that augmenting the information provided as input should im-
prove the segmentation efficiency of the CNN, compared to using the PET data only. This mo-
tivates the addition of the CT data. More generally, this also justifies our strategy of computing
region-based features from these data, in order to build feature maps involved as supplementary
inputs.

3 Data
Our data are composed of 52 PET/CT full-body scans coming from 52 patients with dif-

ferent breast cancer stages. These data may have different resolutions. For instance, 4 of them
were obtained with a scanner purchased before 2015, thus resulting in lower resolutions com-
pared to the other images. In order to homogeneize the data, all exams were preprocessed in
order to obtain isotropic resolution of 1 mm3. Since they are acquired during the same exam,
the PET and CT volumes were assumed registered, so that one voxel in the CT volume should
correspond to the same voxel in the PET volume.

After normalization, each exam contains millions of voxels (e.g. 500×500×800 volumes).
This implies a high cost in terms of both memory and computational resources. In order
to reduce this cost, thresholding-based lung segmentation was performed in order to extract
the axillary region of interest (ROI). Beyond cost reduction, this also allows one to avoid
false positives that may be generated within other parts of the body. Figure 2 illustrates this
extraction of the axillary ROI.

We trained our model with 320 lymph nodes of CT full body scans (from neck to coccyx)
from these 52 patients’ images. Initially, we considered to work with both pathological and
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FIG. 2 – From left to right: original volume; mask of the segmented lungs; extraction of the
axilary ROI (coronal view).

non-pathological lymph nodes. As a consequence, the morphology of these nodes may be dif-
ferent. Indeed, most lymph nodes that contain cells with tumors tend to have a larger volume,
and an ellipsoidal morphologically. By contrast, healthy nodes tend to present a “bean” shape,
and they are smaller. Figure 3 illustrates the difference between a node that contains tumour
cells versus a node that does not.

4 Component-tree-based feature extraction

The component-tree is a lossless hierarchical model dedicated to grey-level images. Ba-
sically, a component-tree is a rooted, connected, acyclic graph (i.e. a tree) where each node
corresponds to a connected component of a binary level-set of the image. These nodes / con-
nected components are organized with respect to the inclusion relation.

When considering the ≤ relation on grey-level values of the image, the component-tree
is also called max-tree. In such case, the root of the tree corresponds to the level-set at the
lowest value (i.e. 0) where the unique connected component is the whole image support. At
the other side of the max-tree, i.e. at the extremities of the branches, the leaves correspond to
the flat zones of locally maximal values. In the case of PET images, these regions correspond
to high-metabolism areas.

The max-tree can be used as a data-structure allowing to compute features for each node /
connected component (Breen and Jones, 1996). More precisely, our purpose is to compute for
each relevant node of the max-tree of the PET image, some feature values that gather high-level
information that are not directly available to CNNs.

4.1 Node feature extraction

Let us assume that we have computed the max-tree of the considered PET image. For
each node, we aim to compute two specific features: (1) the volume; and (2) the compacity
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FIG. 3 – A pathological lymph node next to 3 non-pathological ones (axial view).

(Grossiord et al., 2015). Indeed, the lesions are of low volume (between 5 and 40 mm3) and
rather compact (round shape).

The volume (V ) is proportional to the number of voxels in the connected component of the
processed node.

The compacity (C) is more complex to compute, in particular in a Cartesian grid of di-
mension 3, where the size of a digital boundary of dimension 2 is not defined in a well-posed
way. We chose to approximate the compacity by computing the bounding box of the connected
component, and by considering as compact an object with a bounding box close to a cube (i.e.
with its height, width and depth globally equal). This measure, although not exact, constitutes
a fair approximation of compacity, in particular when dealing with spherical targets.

For each node, the two feature values V and C are computed. For the nodes of relevant
volume V (i.e. between 5 and 40 mm3) we associate the node to its actual compacity. The
other, over/undersized, nodes are assigned a negative value that means that the feature / the
node is non-relevant.

4.2 Feature map construction

Each node of the max-tree of the PET image is then associated with two feature values V
and C. However, CNNs consist of performing convolutions with 3D kernels acting on 3D data.
This is not the case of a max-tree, which is organized as a dimension-less graph structure. It
is then mandatory to embed the feature values computed at the nodes in a feature map defined
the same way as the PET image, i.e. in a 3D Cartesian grid.

A voxel of the PET image belongs, in general, to many nodes of the max-tree. Conse-
quently, for a given voxel, many feature values are available for V and C. In particular, it is
required to choose, for each voxel, the “most relevant” feature values between the candidate
nodes where it lies.

Then, for any voxel x, we study the evolution of the value V for all the nodes from the
node of maximal value containing x, until the root node. We search the first strong gradient
on V between two successive nodes. It occurs when the current branch is fused with others,
and/or when other regions of different semantics merge with the current region containing x.
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FIG. 4 – Loss function after 125 epochs. The orange slope corresponds to the training set loss
function whereas the blue slope corresponds to the validation set loss function.

When such gradient is detected, we choose as feature values for x the values V and C of the
last node before the gradient occurs.

These feature maps finally computed can then be considered as input of the CNN, for both
learning and segmentation.

5 Segmentation results
We trained on 640 patches (320 patches containing lymph nodes and 320 patches contain-

ing other structures within the axillary region). The initial learning rate was set to 0.0001 and
the number of epochs was 125.

Figure 4 shows the loss function evolution during the training. The loss function value
on the validation set converges near 0.6, whereas the loss function value on the training set
converges near 0.5.

Figure 5 illustrates segmentation results on 6 different exams from the validation set. One
can observe in cases (d–f) that our CNN model is able to distinguish the region that is below
the armpits from the rest of the axillary region. However, segmentation results are still not
sufficiently accurate when it comes to predicting the contours of the lymph nodes. A possible
reason to this fact is that lymph nodes are attached to the lymphatic vessels, and both have the
same intensity. It is then difficult, even for medical experts, to correctly delineate the boundary
between a lymph node and the lymphatic vessel to which it is connected.

In cases (a–c) we can observe an over-segmentation; larger structures near the heart are seg-
mented in addition to lymph nodes. This over-segmentation influences the Dice score. These
segmentation errors can be explained by the fact that the region near the heart tends to be hy-
perfixating in PET images. In addition, small, round structures around the heart which have a
morphology similar to that of the lymph nodes appear to be inflamed or contain cancer cells in
several exams. In such cases, using max-tree information could be valuable. Indeed, descrip-
tive features such as lymph node area or lymph node morphology, obtained from the max-tree,
could help to discriminate connected components corresponding to such false positives.

On the other hand, our model only relies on 360 examples of lymph nodes. In order to
improve the results, it will be mandatory to increase our training set. Data augmentation tech-
niques may contribute to such enrichment of the pool of information available for learning
purpose. Nevertheless, additional real examples are also of crucial importance in order to
enrich the variability of the training set.
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FIG. 5 – Predictions results on 6 different patients (maximum intensity projection, coronal
view, axillary region). First column: ground-truth. Second column: lymph node segmenta-
tion results. Third column: comparison of ground-truth contours (in red) and segmentation
contours (in yellow). Fourth column: Dice score (over 100) of each segmentation result.

6 Discussion

6.1 Lymph node clusters
In rare cases, we can observe that patients may contain several lymph nodes visually con-

nected together, due to their small size and close relative positions, see Figure 6. In such cases,
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FIG. 6 – Lymph nodes, forming a cluster that visually appears as a large, single node. PET
image, coronal view.

medical experts consider these clusters as single nodes, since it is impossible for them to dis-
criminate the lymph nodes composition within the clusters. In particular, it is then impossible
to determine exactly how many lymph nodes are connected.

Considering these clusters in our training set, and assimilating them as single nodes, may
lead to introduce inconsistency into the training process. Indeed these clusters are significantly
different from single nodes, both in terms of size and morphology. These cases are then chal-
lenging to predict, since they appear as outliers (both in training and testing), compared to
usual lymph nodes.

6.2 Registration issues between PET and CT volumes
Both CT and PET images are computed, slice by slice, during a same acquisition. How-

ever, the time required for both is quite different, from a few seconds for the CT, to several
minutes for the PET. In such conditions, two kinds of movements can alter the PET image
acquisition (whereas CT remains robust to such issues). First, breathing has an impact on the
position of the axillary lymph nodes, which are located close to the lungs. An acquisition of
several minutes will be altered by these physiological artifacts, leading to partial volume ef-
fects and/or displacement of the putative position of the nodes in the image. On the other hand,
the patient is asked to have his/her arms stretched upwards. This position can rapidly become
uncomfortable, leading the patient to slightly move. In such case, the spatial coherence of the
lymph nodes between the beginning and the end of the PET image acquisition may be altered.

As a consequence, a same lymph node in the CT image may be located a few millimeters
away (and blurred) in the PET image, as illustrated in Figure 7.

In our initial approach, the ground-truths for the lymph nodes contours were defined from
the CT image, taking advantage of the accurate morphological information provided by these
images. Unfortunately, the movement-based registration issues make this strategy non-valid,
since we have no sufficient guarantee of spatial coherence between the lymph node position in
the CT and the PET.

A potential solution to tackle this issue may consist of considering multimodal, non-rigid
registration procedures. However, such approaches are designed to compute 3D continuous
mappings between two images, whereas in our case, the spatial incoherence is related to com-
plex 3D + time movements that cannot be modeled by such kinds of transformations. As a
conclusion, it will then be mandatory to define further ground-truth directly from the PET im-
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FIG. 7 – Left: contouring of 2 lymph nodes in CT axial view. Right: Contouring of the same 2
lymph nodes in PET axial view. (See text.)

ages (and no longer from CT ones). This will induce another difficulty, that lies in the fact that
such functional images do not provide crisp frontiers between the nodes and their neighbour-
hood.

7 Perspective works
Segmentation of lymph nodes in PET/CT images is challenging, especially because these

structures are small, sparse and located near the lungs. In our future work, we aim at segment-
ing tumors using two types of Neural Network architectures using different types of inputs:
(1) only gray-level information from PET; (2) only gray-level information from PET/CT; (3)
gray-level information from the PET/CT combined with max tree descriptors.

It is important to keep in mind that PET and CT modalities can both bring information,
which are indeed complementary. As a consequence, during training using both PET and CT
information, it will be important to provide patches in PET and CT, whereas ground-truth mask
will correspond to the PET contours only.

In addition, it will be also mandatory to increase both the precision of the segmentation,
but also to determine a set of ground-truths sufficiently large, involving at least 1,000 different
lymph nodes, in order to reach a sufficient amount of data for further avoiding over-fitting.
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Résumé. Les avancées dans l’imagerie satellitaire ont généré un nombre sans
précédent d’images de télédétection. Les derniers satellites fournissent des images
avec une haute fréquence de revisite et très facilement accessibles. Les séries
d’images ainsi acquises, sur une même région, peuvent être vues comme des
séries temporelles. L’analyse de telles données permet de faire une observation
continue et à grande échelle de la terre, avec des applications très diverses, al-
lant de l’occupation du sol en agriculture, au suivi de catastrophe environne-
mentales. Cependant, le manque d’une large quantité de données labellisée em-
pêche d’utiliser directement des méthodes supervisées. A l’opposé, les méthodes
non-supervisées ne requièrent aucune connaissance de l’expert, mais donnent
souvent des résultats mitigés, ou qui ne correspondent pas aux attentes de l’ex-
pert. Dans ce contexte, le clustering contraint, qui est une forme d’algorithme
d’apprentissage semi-supervisé, est une alternative offrant un compromis inté-
ressant. Dans cet article, nous explorons l’utilisation de contraintes au sein de
méthodes de clustering basées sur l’apprentissage profond appliquées aux séries
temporelles d’images satellites. Notre étude expérimentale repose sur la mé-
thode Deep Embedded Clustering et son adaptation qui intègre des contraintes
par paires (must-link et cannot-link). Les tests conduits sur un jeu de données
composé de 11 images satellites montrent des résultats encourageants et ouvrent
de nombreuses perspectives dans l’application aux séries temporelles d’images
satellites du clustering contraint basé sur de l’apprentissage profond.

1 Introduction
Les méthodes d’apprentissage profond sont largement utilisées dans un grand nombre de

domaines, et font l’objet d’un intérêt grandissant dans la communauté de la télédétection Zhu
et al. (2017). Ces méthodes donnent de très bons résultats, mais elles sont fortement dépen-
dantes de la quantité de données disponibles, et plus particulièrement de données labellisées.
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La télédétection produit un grand nombre de données, qui sont cependant rarement annotées.
Ce manque d’annotation est encore plus marqué pour les séries d’images satellites. Des images
satellites peuvent être librement obtenues tous les 5 jours, cependant, de par la complexité des
données et le manque de typologie bien définie, il est difficile d’utiliser des approches supervi-
sées. De ce fait, de nombreuses méthodes de clustering sont appliquées dans ce domaine Khiali
et al. (2019); Rey et al. (2019). Cependant, même en l’absence de données annotées, l’expert a
très souvent une forte connaissance thématique qu’il peut mettre à disposition. Les contraintes
permettent d’intégrer une partie de cette connaissance dans le processus d’apprentissage, nos
travaux se concentrent uniquement sur les contraintes par paires, les must-link (ML) et les
cannot-link (CL). Ces contraintes indiquent que deux instances doivent être assignées au même
cluster (must-link) ou à des clusters différents (cannot-link). Les contraintes par paires sont lar-
gement utilisées et ont déjà fait l’objet de nombreuses études Basu et al. (2008), ce qui nous
permet de facilement obtenir une base de comparaison, ce type de contraintes étant supportées
par de nombreuses méthodes.

Dans cet article, nous voulons étudier si on peut tirer avantage des avancées en appren-
tissage profond à travers une approche basée contrainte qui semble plus appropriée dans le
domaine de la télédétection. Après avoir présenté les travaux antérieurs en clustering sur les
séries temporelles et le clustering contraint, respectivement dans les sections 2.1 et 2.2, nous
présenterons la méthode de clustering contraint d’apprentissage profond utilisée et son adap-
tation aux séries temporelles 3, puis nous comparerons les résultats à d’autres méthodes clas-
siques de clustering contraint sur des données de télédétection dans la section 4. Enfin, dans la
section 5 nous commenterons les résultats obtenus et les perspectives qui en résultent.

2 État de l’art

2.1 Le clustering pour les séries temporelles

Différentes approches de clustering pour les séries temporelles ont été proposées dans la
littérature, essentiellement basées sur des méthodes de représentation tel que la transformée
en ondelettes discrète Chan et Fu (1999) ou des mesures de similarité tel que Dynamic Time
Warping Sakoe et Chiba (1978). Ces méthodes sont ensuite généralement intégrées comme
prétraitement, le résultat étant alors utilisé pour alimenter une méthode standard de clustering,
tel que les familles de méthodes k-means, k-medoid, clustering spectral ou encore clustering
hiérarchique, comme illustré dans Aghabozorgi et al. (2015). Dans ce domaine, de nouvelles
propositions sont faites, e.g., la méthode k-shape Paparrizos et Gravano (2015), qui est basée
sur une procédure de raffinement itératif qui utilise une version normalisée de la corrélation
croisée. Une des difficultés, lors de l’utilisation de séries temporelles, est l’hétérogénéité des
sujets abordés et du type des données traitées, allant du nombre d’attributs ou de la longueur
de la séquence, au type de corrélation entre éléments, basée sur la forme ou la structure, avec
à chaque fois des amplitudes différentes. Cette problématique est largement traitée en appren-
tissage supervisé par l’utilisation de l’apprentissage de représentation à travers des réseaux de
neurones profonds. Récemment, des approches de clustering utilisant ces méthodes d’appren-
tissage ont été proposées. Elles sont essentiellement basées sur des architectures end-to-end
qui apprennent simultanément une représentation des données et un clustering, en utilisant un
autoencodeur et une couche de clustering attachée à la sortie de l’encodeur Xie et al. (2016);
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Guo et al. (2017). Une architecture dérivée de cette dernière a été développée pour les séries
temporelles, elle utilise une couche convolutive 1-D suivie par un Bi-LSTM comme autoen-
codeur, afin de préserver la dimension temporelle dans l’encodage de la représentation, un
clustering est alors appliqué sur cette représentation en utilisant une métrique de similarité
comme couche de clustering Madiraju et al. (2018).

2.2 Clustering contraint

De nombreuses méthodes ont été proposées pour l’intégration de contraintes en cluste-
ring. La plupart d’entre elles consistent en l’extension d’algorithmes standards de clustering
tel que k-means Wagstaff et al. (2001) ou du spectral clustering Li et al. (2009), mais il existe
aussi des méthodes dédiées, comme par exemple la programmation par contrainte Duong et al.
(2017). Une étude comparative a d’ailleurs été menée sur ce sujet Lampert et al. (2018). Dans
le domaine de l’apprentissage profond, la plupart des méthodes semi-supervisées font réfé-
rence à des méthodes d’auto-apprentissage ou à d’autres moyens d’intégrer des connaissances
dans une tâche supervisée. Mais récemment, des méthodes ont été proposées pour inclure des
contraintes par paires dans du clustering basé sur l’apprentissage profond Zhang et al. (2019);
Ren et al. (2019). Ces deux articles utilisent les contraintes au niveau de leur fonction de coût
qui va alors maximiser la similarité entre les encodages d’instances d’une contrainte must-link
et respectivement la minimiser pour une contrainte cannot-link. Notre travail se base sur les
travaux de Zhang et al. (2019). Nos contributions consistent en l’adaptation de cette approche
aux séries temporelles et à l’étude des résultats sur des séries temporelles d’images satellites.
La méthode proposée par Zhang et al. (2019) supporte plusieurs types de contraintes, mais,
comme précisé précédemment, nos travaux se concentrent sur les contraintes ML et CL.

3 La méthode Deep Constrained Clustering et son adapta-
tion aux séries temporelles

La méthode Deep Constrained Clustering (DCC) proposée par Zhang et al. (2019) est
basée sur une méthode de clustering par apprentissage profond, Deep Embedded Clustering
(DEC) (Xie et al., 2016) et sa version améliorée (IDEC) (Guo et al., 2017). Dans un pre-
mier temps, nous présenterons la méthode IDEC, puis son extension pour l’intégration de
contraintes par la méthode DCC et finalement les adaptations apportées pour l’utilisation sur
des séries temporelles.

3.1 Improved Deep Embedded Clustering

Deep Embedded Clustering (DEC), lors de la phase initiale, entraîne un autoencodeur
(xi = g(f(xi))) puis supprime le décodeur. Le réseau ainsi obtenu, qui consiste en l’encodeur
(zi = f(xi)), est affiné en optimisant la divergence de Kullback-Leiber entre deux distribu-
tionsQ et P .Q est un soft cluster assignment , où pour chaque instance i on calcule un vecteur
qi de longueur k, k étant le nombre de clusters souhaités, où qij est le degré de confiance que
l’instance i appartienne au cluster j. P est la distribution cible qui est définie en fonction de Q
pour renforcer la prédiction faite pour chaque cluster, comme défini ci-dessous. Nous obtenons
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donc la fonction de coût de clustering Lc :

Lc = KL(P |Q) =
∑

i

∑

j

pij log
pij
qij

(1)

où qij est la similarité entre l’encodage de xi, zi et le centroïde du cluster j, µj , mesurée par
une t-distribution de Student (Maaten et Hinton, 2008) :

qij =
(1 + ||zi − µj ||2)−1∑
j(1 + ||zi − µj ||2)−1

(2)

et pij est la distribution cible, tel que :

pij =
q2ij/

∑
i qij∑

j(q
2
ij/

∑
i qij)

(3)

L’ensemble des centroïdes µ est initialisé avec les centres d’un k-means exécuté sur la repré-
sentation z. L’amélioration apportée par IDEC est de garder le décodeur et la fonction de coût
de reconstruction de l’autoencodeur Lr même après la phase initiale. L’intuition derrière cela
est que la fonction de coût du clustering, en distordant l’espace de représentation, peut altérer
la représentativité de l’encodage généré et de ce fait la performance du clustering. Ainsi, la
fonction de coût de clustering augmente la séparabilité des clusters, tandis que la fonction de
coût de reconstruction maintient la représentativité de l’encodage appris par l’autoencodeur. La
fonction de coût de reconstruction correspond à l’erreur quadratique moyenne entre l’instance
en entrée et sa reconstruction faite par l’autoencodeur. On a donc la fonction de coût global qui
est définie comme suit :

L = Lr + γ ∗ Lc (4)

où γ > 0 est le coefficient qui contrôle le degré de distorsion de l’espace de représentation.

3.2 Intégration des contraintes
L’extension de DEC pour incorporer les contraintes est basée sur la méthode Deep Constrai-

ned (DCC). Ils proposent quatre types de contraintes, mais nous n’avons pris en considération
que les contraintes par paires, car elles sont supportées par de nombreux autres méthodes de
clustering contraint.

La fonction de coût utilisée pour l’ensemble ML des contraintes must-link est définie par :

lML = Lr − γML ∗
∑

(a,b)∈ML

log
∑

j

qaj ∗ qbj (5)

De manière équivalente, la fonction de coût pour l’ensemble CL des contraintes cannot-link
est définie par :

lCL = −
∑

(a,b)∈CL

log(1−
∑

j

qaj ∗ qbj) (6)

De manière intuitive, la fonction de coût pour les ML va favoriser des instances avec le même
soft assignment et celle pour les CL qui ont le soft assignment opposé. La fonction de coût
pour les ML est régularisée par l’ajout de la fonction de coût de reconstruction Lr pondérée
par un facteur γML > 0, de manière identique à Lc, afin d’éviter de tomber dans une solution
triviale qui serait d’assigner toutes les instances concernées à un seul cluster.
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3.3 Application aux séries temporelles d’images satellites

L’objectif principal de ces expériences est d’évaluer si ce nouveau type de clustering
contraint est pertinent sur des séries temporelles d’images satellites, et de le comparer aux
méthodes de l’état de l’art. Nous avons testé la version originale de DCC, qui est composée
de couches totalement connectées. Pour cette version, l’architecture est identique mais les sé-
ries temporelles multivariées sont réduites à une dimension. Nous proposons également une
version modifiée de DCC avec des convolutions 1D, ces dernières ayant montré leur efficacité
pour les séries temporelles en classification supervisée Fawaz et al. (2019). Dans cette nouvelle
version, nous gardons la dimension originale des séries temporelles et le réseau est composé
uniquement de couches convolutionnelles 1D suivies à chaque fois d’une couche de batch-
normalisation, une couche de global average pooling est placée à la fin juste avant la couche
finale d’encodage. Cette dernière reste une couche totalement connectée.

4 Expériences et résultats

Pour ces expérimentations, nous avons appliqué ces méthodes sur un problème de classi-
fication de cultures agricoles qui est un champ de recherche important en télédétection et qui
fait l’objet de nombreuses études (Sicre et al., 2014; Garnot et al., 2019).

4.1 Jeu de données et paramètres expérimentaux

Le jeu de données est composé de 12 classes de cultures agricoles (blé, maïs irrigué, etc.
voir Fig. 1c), situées près de Toulouse (Sud-Est de la France). Les images d’origine 1 sont
composées de 11 images multi-spectrales (vert, rouge, proche-infrarouge) de 1000 × 1000
pixels réparties de manière non-uniforme entre le 15/02/07 et le 20/10/07 et acquises par le
satellite Formosat-2. Une des images est présentée dans la Fig. 1a. Le jeu de données est
composé de pixels sélectionnés aléatoirement dans les régions annotées (voir Fig. 1b) qui ont
été ensuite répartis en jeu d’entraînement et de test, composés de respectivement 1974 et 9869
série temporelles de pixels. Les algorithmes de clustering sont entraînés et évalués uniquement
sur le jeu de test. Le jeu d’entraînement est seulement utilisé pour fixer les hyperparamètres
des méthodes si besoin. Les contraintes sont générées depuis le jeu de test en sélectionnant
aléatoirement des paires de pixels et en créant une contrainte ML ou CL en fonction de leurs
labels. La donnée de référence est basée sur la déclaration des agriculteurs à l’AEE pour la
Politique Agricole Commune. Pour tester la sensibilité des méthodes au nombre de contraintes,
nous avons défini trois niveaux de taille de jeu de contraintes : 5%, 15% et 50% de la cardinalité
du jeu de test N = 9869 (une très petite fraction de l’ensemble des contraintes possibles,
1
2N [N − 1]). Pour l’évaluation nous avons utilisé la mesure d’Adjusted Rand Index (ARI)
et le taux de satisfaction de contraintes par le résultat du clustering (Sat.) moyennés sur 10
exécutions. Pour chaque niveau de contraintes, 10 ensembles ont été générés aléatoirement, un
par exécution. Les mêmes 10 ensembles sont utilisés pour chaque méthode, pour s’assurer que
chaque méthode bénéficie des mêmes contraintes.

1. Mises à disposition par le Centre d’Études Spatiales de la Biosphère (CESBIO) Unité Mixte de Recherche
CNES-CNRS-IRD-UPS, Toulouse, France.
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(a) Image (b) Donnée de référence (c) Noms des classes

FIG. 1 – Une image de la série temporelle : 12 classes, et 11 dates (t4 affiché).

4.2 Méthodes de comparaisons et paramétrisation

Afin d’avoir une base de comparaison, nous avons ajouté à DCC et DCC-Conv, quatre mé-
thodes standards de clustering par contraintes. Nous avons utilisé une variation de k-means
contraint (COP-KMeans) Wagstaff et al. (2001), un algorithme de clustering spectral contraint
(Spec) Li et al. (2009), une méthode déclarative de programmation par contraintes (CPCluste-
ring) Duong et al. (2017) et une méthode de clustering collaboratif contraint (SAMARAH) Fo-
restier et al. (2010) (utilisant 3 k-means). Pour illustrer la variabilité induite par le choix de la
métrique sélectionnée, nous avons utilisé la distance Euclidienne et la métrique DTW Sakoe et
Chiba (1978) 2. Mis à part CPClustering, qui ne requiert aucun paramètre, les autres méthodes
nécessitent au moins le nombre de clusters, sinon les paramètres par défaut ont été utilisés.
La seule exception est la méthode Spec qui nécessite l’apprentissage d’hyperparamètres appris
par grid search sur le jeu d’entraînement. Pour les méthodes de clustering par apprentissage
profond, nous avons suivi le paramétrage proposé dans DEC et IDEC mais comme les résultats
n’étaient pas stables (voir section 4.3 pour plus de détails) nous avons fait des modifications
mineures. Pour la dimension de la couche d’encodage nous l’avons fixé à 2 au lieu de 10, car
cela semblait donner plus de stabilité lors de l’apprentissage. Pour DCC, l’encodeur est fixé aux
dimensions d−500−500−2000−2, où d = l∗f , l étant la longueur de la série en entrée et f le
nombre d’attributs de la série. Pour DCC-Conv les dimensions sont l∗ t−128−256−128−2,
avec respectivement des filtres 1D de dimension 8− 5− 3, suivant ainsi les recommandations
dans Wang et al. (2017). Pour les deux versions, les dimensions des décodeurs sont en miroir
de celles de l’encodeur. Pour les deux, la fonction d’optimisation utilisée est SGD avec un
momentum de 0.9 et une valeur de decay de 1e− 6, pour compenser la variabilité mentionnée
précédemment. γ et γML sont tous deux fixés à 0.1 comme décrit dans les articles d’origine. 3

2. Les méthodes utilisées pour la comparaison sont disponibles sur https://icube-forge.unistra.fr/
lampert/TSCC

3. Le code utilisé pour cet article peut être trouvé sur : https://github.com/blafabregue/
DeepConstrainedClustering
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TAB. 1 – ARI et satisfaction des contraintes, avec et sans contraintes. La meilleur perfor-
mance par pourcentage de contraintes et métrique est mise en gras. La Sat., dans le cas sans
contrainte, est mesurée par une moyenne sur les ensembles de contraintes à 50%.

Méthode Distance Sans-contraintes 5% 15% 50%

ARI Sat. ARI Sat. ARI Sat. ARI Sat.

COP-KMeans DTW 0.426 0.812 0.416 1.00 0.407 1.00 0.436 1.00
Wagstaff et al. (2001) Eucl. 0.420 0.807 0.406 1.00 0.443 1.00 0.369 1.00

Spec DTW 0.531 0.840 0.683 0.867 0.725 0.888 0.786 0.911
Li et al. (2009) Eucl. 0.737 0.885 0.671 0.854 0.702 0.875 0.781 0.916

CPClustering DTW 0.437 0.803 0.469 1.00 0.510 1.00 0.589 1.00
Duong et al. (2017) Eucl. 0.681 0.413 0.650 1.00 0.542 1.00 0.510 1.00

SAMARAH DTW 0.406 0.802 0.597 0.870 0.637 0.867 0.681 0.878
Forestier et al. (2010) Eucl. 0.463 0.817 0.691 0.884 0.714 0.890 0.702 0.885

DCC Zhang et al. (2019) 0.703 0.885 0.550 0.852 0.448 0.816 0.615 0.862

DCC-Conv 0.508 0.833 0.497 0.844 0.491 0.819 0.820 0.936

4.3 Résultats
Les résultats, avec et sans contraintes, sont présentés dans la Table 1. Spec donne globale-

ment les meilleurs résultats, mais cela doit être relativisé, comme mentionné précédemment,
par le fait que cette méthode nécessite l’apprentissage d’hyperparamètres (sans contraintes, le
résultat moyen est de 0.367 d’ARI, contre 0.737 pour les paramètres retenus). On peut aussi
remarquer que les résultats varient fortement selon la métrique utilisée. C’est également le cas
pour quasiment toutes les autres méthodes basées métrique. Les versions par apprentissage
profond ne font mieux que dans le cas où le nombre de contraintes est très élevé et unique-
ment pour la version convolutionnelle. Mais le plus surprenant est le comportement quasiment
opposé des deux versions. DCC donne de relativement bons résultats sans-contraintes, mais
les contraintes ont un fort effet négatif. Cet effet négatif a déjà pu être étudié en clustering
contraint et il peut être observé également pour les autres méthodes, à l’exception de SAMA-
RAH. Il a été observé dans Lampert et al. (2018) que si une méthode capture déjà bien la
structure de la donnée sans contrainte, elle ne va pas bénéficier de l’ajout de contraintes, ceci
peut être mesuré par la Sat. sur l’exécution sans-contrainte. Cela semble être le cas ici, ce
qui va en opposition des observations faites par Zhang et al. (2019), qui concluaient en l’ab-
sence de cet effet. Dans notre cas, cela peut s’expliquer par la forte présence de bruit dans les
contraintes (route à travers les champs, pixels en frontière des champs, ...). DCC-Conv, de son
côté, obtient de bons résultats avec les contraintes, mais seulement quand leur nombre est assez
élevé. En effet, la manière dont les contraintes sont utilisées lors de la descente de gradient,
ne force pas l’algorithme à respecter les contraintes, il semble cependant qu’un grand nombre
de contraintes permet de bien faire redescendre l’information dans les poids du réseau. Dans
Lampert et al. (2018), il a été observé que les méthodes ne bénéficient pas de manière signi-
ficative d’un nombre croissant de contraintes, mais plutôt de contraintes plus informatives et
cohérentes. Dans le cas de DCC-Conv, nous pouvons légitimement nous demander si le réseau
ne commence pas à apprendre le jeu de données lui-même et non la structure de la donnée,
l’algorithme étant entraîné et testé sur le même jeu de données (celui de test). Cependant en
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(a) DCC avec 50% de contraintes (b) DCC-COnv avec 50% de contraintes

FIG. 2 – Évolution de l’ARI au cours du processus d’apprentissage de DCC et DCC-Conv.

utilisant le modèle appris sur le jeu d’entraînement nous avons remarqué que nous obtenons
un score très proche (0.81 d’ARI contre 0.82 sur le test), ce qui relativise cette explication.

Deux autres points doivent être abordés, qui ne sont pas directement visibles dans le tableau
1. Tout d’abord l’écart type augmente fortement avec l’ajout de contraintes et tend à diminuer
quand le nombre de contraintes augmente, que ce soit pour DCC ou DCC-Conv (i.e. pour DCC-
Conv, l’écart type est respectivement, sans contrainte, avec 5%, 15%, 50% de 0.005, 0.069,
0.010 et 0.015). L’effet des contraintes peut donc être une forte source de perturbation, cela
peut s’expliquer par le bruit dans notre cas, mais quand ce nombre augmente cela régularise
cet effet. Le second point est que le réseau n’est pas stable durant l’apprentissage, c’est le cas
pour les deux versions, mais d’une manière plus amplifiée pour DCC. Même si nous avons
pu réduire cette variabilité en intégrant un decay dans la fonction d’optimisation, celle-ci reste
importante (i.e. pour DCC, l’ARI varie entre 0.55 et 0.74 avec un cas extrême à 0.45). Une
illustration de cette instabilité peut être vu sur la figure 2. Cela se produit essentiellement quand
des contraintes sont ajoutées, mais aussi sans-contrainte, mais dans une plus faible amplitude.
Cela semble venir en partie du fait que la distribution cible est mise à jour à chaque époque, le
réseau optimise donc vers une cible qui elle-même peut potentiellement fortement varier.

5 Conclusion
Le clustering par apprentissage profond démontre qu’il peut obtenir de bons résultats sur

des séries temporelles en télédétection, avec ou sans contraintes. De plus, ces méthodes per-
mettent de s’affranchir du choix d’une représentation ou d’une métrique, celle-ci étant apprise
par l’autoencodeur, ce qui rend la tâche de l’expert du domaine plus simple. Cependant les
résultats montrent que le choix des hyperparamètres (i.e. dimensions des couches, plus parti-
culièrement celle de l’encodage, choix de la fonction d’optimisation) est important et requiert
de plus amples investigations, ce qui vient contrebalancer en partie cet avantage. Il y a égale-
ment deux points importants que nous souhaitons approfondir. Tout d’abord, DCC n’est pas
aussi robuste que ne le laissaient penser les expériences précédentes. Second point, l’instabilité
lors de la phase d’apprentissage et l’impact des contraintes dégradent fortement la moyenne
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des résultats. Nous planifions d’étudier les facteurs qui entraînent ces problèmes dans notre
cas, ainsi que l’effet du bruit dans les contraintes ou voir si cela se généralise à d’autres types
de séries temporelles (domaine différent, taille du jeu de donnée, longueur des séries, ...).
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Summary
The advent of satellite imagery is generating an unprecedented amount of remote sens-

ing images. Current satellites now achieve frequent revisits and high mission availability and
provide series of images of the Earth captured at different dates that can be seen as time se-
ries. Analyzing satellite image time series allows to perform continuous wide range Earth
observation with applications in agricultural mapping, environmental disaster monitoring, etc.
However, the lack of large quantity of labeled data generally prevents from easily applying
supervised methods. On the contrary, unsupervised methods do not require expert knowledge
but sometimes provide poor results. In this context, constrained clustering, which is a class of
semi-supervised learning algorithms, is an alternative and offers a good trade-off of supervi-
sion. In this paper, we explore the use of constraints with deep clustering approaches to process
satellite image time series. Our experimental study relies on deep embedded clustering and the
deep constrained framework using pairwise constraints (must-link and cannot-link). Experi-
ments on a real dataset composed of 11 satellite images show promising results and open many
perspectives for applying deep constrained clustering to satellite image time series.
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